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In diesem Artikel beschreibt das Team der RWTH Asackeine erfolgreiche Vorgehensweise bei der Trilna
me am Data-Mining-Cup 2007. Die eingereichten Lg®mdes Aachener Teams haben bei der diesjahrigen
Auflage des internationalen studentischen Wettbbsvhervorragende Ergebnisse erzielt.

Zusammenfassung

Die Aufgabe des Data-Mining-Cups 2007 war die Eakiving einer vollautomatischen Methode zur effedtiv
Steuerung des Einsatzes von Rabattcoupons. Vobeiamg und Parameter wurden durch eine Kreuzalidi
rung optimiert.

Experimente zeigen, dass ein einzelner Klassdikat der Regel nicht genugt, die Aufgabenstellomgaus-
reichender Giite zu lésen. Vielmehr miissen mehnmedglichst verschiedene, Klassifikatoren dazu hezang
gen werden.

Die eingereichten Lésungen entstanden durch Kontibimason bis zu 2000 Klassifikatoren und haben im
Wettbewerb sehr gut abgeschnitten: Sechs von ndgal#en lagen unter den ersten zehn Platzen, digeibr
drei Losungen sind immer noch unter den erstenc®0Oinsgesamt 230 Platzen.

The task of the Data-Mining-Cup 2007 was to devedopautomatic method to efficiently control a discb
couponing system. Preprocessing and parametehe afsed algorithms were optimized by using cro$islara
tion.

Our experiments showed that a single classifiesdwg solve this task sufficiently, but massiveesnBles of
various classifiers are able to cope with the probl

By combining up to 2000 classifiers, we solved tdek very successfully: Six out of nine submissicarked
among the top ten, our other three submissionsehaknong the top twenty of 230.

Einleitung

Die digitale Vernetzung der Wirtschaft, insbesoedeéurch das Internet, ermdéglicht eine immer gereaeo-
bachtung des Kundenverhaltens und fuhrt so zu wefeen Datenbestdnden. Um diese Daten beispietsweis
zur besseren Kundenbetreuung und -beratung vermend&dnnen wird Data-Mining eingesetzt. ,Die Aufiga
des Data Mining besteht darin, [sehr grol3e] Dateryee derart zu analysieren, dass Muster und dereR-S
turmodelle erkannt werden.“ [1]

Ein Unterproblem der Mustererkennung ist die Klflsziion, also die Zuordnung einzelner Datensatz&las-
sen. Fir die Klassifikation werden oft mathematisttistische Verfahren verwendet, die Muster akabnten
Daten lernen und daraus ein Modell generieren. Adites gelernten Modells werden neuen Datensétizen K
sen zugeordnet.

Um eine individualisierte Interaktion mit den Kumdeu bieten, werden bereits heute in vielen Besgichuf
Data-Mining-Technologien basieren&ecommendation Enginesngesetzt, die aus bekanntem Kundenverhal-
ten personalisierte Empfehlungen ableiten. Ein betes Beispiel sind die Empfehlungen, wie sie vontir@-
versandhaus Amazon angeboten werden. Durch die immfangreichere Sammlung von Kunden- und Unter-



nehmensdaten und leistungsféahigere Computersysgemwenen die Methoden zur Auswertung dieser Daten
zusehends an Bedeutung.

Im Folgenden wird die erfolgreiche Vorgehensweiss deams der RWTH Aachen beim Data-Mining-Cup
2007 (DMC) [8] beschreiben. Die Aufgabe des DMC war Klassifikationsproblem, d.h. es wurde erwartet
unbekannte Datenséatze Klassen zuzuordnen. Wir t@beh detailliert unser Vorgehen bei Auswahl, Tesd
Evaluation der Modelle. Im Wesentlichen beruhteeunforgehen darauf moglichst viele und bewahrtesifa
kationsmethoden zu testen, zu evaluieren und zibkoeren.

Auch bei anderen Data-Mining-Wettbewerben wie deetflix-Wettbewerb, bei dem es darum geht eine Re-
commendation Engine fir Filme zu verbessern, siachdsten Methoden oftmals eine Kombination aukerie
einzelnen Standardmethoden [2].

Aufgabenstellung

Die Aufgabenstellung deBata-Mining-Cupthematisiert Rabattsysteme, wie sie oft im Einaettel zum Ein-
satz kommen: Kunden sollen durch RabattgutscheideQoupons in die Filiale gelockt und zum Kauf mietit
werden. Bislang wurden solche Coupons z.B. in Rabfien und Zeitschriften mehr oder weniger undezie
verteilt, d.h. ohne Berucksichtigung des Kaufverad und der Interessen der Zielpersonen. Mittldeviimden
sich aber auch modernere Systeme, wie etwa daskahg Couponing®, um das es in der diesjahrigefigau
benstellung geht. Beim Check-out Couponing wird\Wearenkorb des Kunden analysiert und auf diesen&ru
lage ein auf ihn abgestimmter Rabattcoupon ausdgew@ileser Coupon kann dann beispielsweise an dale E
des Kassenzettels gedruckt werden. So ist einenthieseindividuellere und gezieltere Verteilung deoupons
moglich. Dabei stellt sich natirlich die Frage, wér Handler entscheidet, welcher Rabattgutscligimélchen
Kunden interessant sein kdnnte und ihn zu weitBiakéufen animieren wird.

Die Aufgabenstellung des Wettbewerbs besteht darirSystem zu entwickeln, das die Ausgabe der Quaipo
an den Kunden mdoglichst effektiv — in diesem Fallvinnmaximierend — steuert. Folgendes Szenarigeige-
ben: Ein Handler mdchte in seiner Filiale Check-Botiponing anwenden und hat iber einen Zeitraunvdgn
Informationen Uber das Interesse seiner Kundenkiasgischen) Rabattaktionen gesammelt. Der Haruler
dazu 20 verschiedene Coupons (CO1 bis C20) ausgegeid festgehalten, welcher Kunde welche Coupons
einléste. Dabei konnte einige Coupons auch mehréngeldst werden. Zu jedem Kunden existiert nun ei
Datensatz wie in Tabelle 1.

KundenID co1 Cco02 Cco3 Cco4 C05 Co06 C19 C20 Zielklas
7088 0 1 1 1 0 0 0 0 A
144025 0 1 1 1 0 0 0 0 B
92619 1 0 1 1 0 0 0 0 A

Tabelle 1 Drei Datenséatze aus den TrainingsdatenWerte C01-C20 geben an, wie oft der Kunde deswije
gen Coupon eingeldst hat. Die Vorhersage der let3galte, deren Werte in den Testdaten unbekandt it
Aufgabe des Wettbewerbs.

Insgesamt 50.000 Datensétze dieser Art sind zummi€ran des zu entwickelnden Couponing-Systemslyage
Der Handler will in Zukunft jedoch die Anzahl vehéedener Coupons reduzieren und nur noch einearaég
nen Rabattgutschein ,A", einen speziellen Rabasithein ,B* oder keinen ,N“ an seine Kunden verteil&ur
die Trainingsdaten war die Zuteilung in die Klasséfy, ,B“ und ,N“ bekannt. Fir 50.000 weitere Kunde
sollte entschieden werden, ob ein Rabattgutsch&in,B“ oder keiner ,N“ am Ende des Kassenzettetzigickt
werden soll. Dabei ist zu bericksichtigen, dasktige Vorhersagen zu Gewinn fiihren, falsche Vordges
aber auch Kosten verursachen. Ziel und Bewertuitgskim der Aufgabe ist es, den durch das Couporing
zielten Gewinn zu maximieren. Die Bearbeitungsaaith Ausgabe der Daten betragt eineinhalb Monate.

Organisation

Das Team, in dem wir diese Aufgabe bearbeitet habestand aus neun Studenten und zwei Betreuergalts
ein wochentliches Team-Meeting, welches intensivOiskussionen tber neue Ideen und zur Aufgabeeivert
lung genutzt wurde. Die verteilten Aufgaben, wierzBeispiel die Aufteilung der Daten in Kreuzvalidiags-
mengen, wurden dann in der folgenden Woche vomddeiGruppen aus zwei oder drei Studenten durchgefih
Innerhalb dieser Gruppen war es wichtig, dass/Alteiten gepriift wurden. Diese Qualitatskontrollarvewar
arbeitsaufwéandig, aber sie verhinderte, dass diteFeiner Person sich negativ auf das ganze Tesvigken
konnte. Zur ausfihrlichen Dokumentation der duréhigeen Experimente und der selbst geschriebeneaitsTo
diente ein Wiki-System. Hier waren auch die Ergebaider bisher durchgefiihrten Experimente einzasé&rer



dadurch entstandene Wettbewerb um die besten Bavgen hielt die Motivation der Teammitglieder dugeh
hend auf einem hohen Niveau.

Datenanalyse und Vorverarbeitung

Bevor es mdglich ist, mit einem Klassifikator ingegtierbare Ergebnisse auf Daten zu erzeugens igtiehtig

die Daten zu analysieren, verstehen und vorzuveitarb

In der vorliegenden Aufgabe gibt es 50.000 Traisingnd 50.000 Testbeobachtungen. Die Anzahl eistgl6
(20 verschiedener) Coupons sind die einzigen \gelelen Merkmale. Wir haben verschiedene Vorverarbei
tungsmethoden getestet, jedoch haben sich dadeinb grol3en Unterschiede in den Ergebnissen gezeigt
diesem Grund haben wir in den Experimenten diei@aldaten verwendet. Da Uber die Coupons keineenegit
Informationen vorhanden sind, ist eine a prioritBilmng bzw. Gewichtung einzelner Coupons nicht lictg

Eine erste Analyse zeigt, dass zwar insgesamt Q0B@obachtungen vorliegen, aber die Menge deurditgn
Merkmalsauspragungen deutlich kleiner ist. Lasst nli@ Klasseninformation der Beobachtungen aul3éat,Ac
so z&hlt man nur knapp 4.000 verschiedene Beobaghiu Werden ausschlie3lich Trainings- oder Testdat
betrachtet, so gibt es nur jeweils ca. 2.800 véesigme Beobachtungen. Daraus folgt, dass es tirez gro3en
Uberlappung auch ungesehene Beobachtungen in dsidafen gibt. Beobachtungen mit gleichen Merkmals-
vektoren verteilen sich jedoch auf unterschiedligieklassen. Es ist also allgemein nicht mogliele Testda-

ten deterministisch korrekt zu klassifizieren uredditseine eventuelle Fehlentscheidung kann viele Testdaten
betreffen. Dies ist ein Problem, welches in derwéoarbeitung nicht gelést werden kann.

Ein interessanteres Bild zeigt sich, wenn man di@tBchtungen nach der Summe ihrer Merkmale, also de
Anzahl der von einem Kunden insgesamt eingelostemp@ns, gruppiert. Man sieht, dass die verschiadene
Zeilensummen unterschiedlich oft auftreten und siehVerteilung auf die Zielklassen ebenfalls ustleidet.
Dies ist in den Abb. 1 und 2 dargestelit.

Daher bietet sich an, verschiedene Modelle furocheeslene Zeilensummen zu trainieren oder dem Kikatr

die Zeilensumme explizit als Merkmal anzubietenb&ast es sinnvoll fur jede auftretende Zeilensiemamn
bindres Merkmal hinzuzufiigen und die Zeilensummehtnials kontinuierliches sondern als kategorisches
Merkmal zu betrachten. Die Zeilensumme als konéiristhes Merkmal ist eine Linearkombination bestetes
Merkmale, die von den meisten Klassifikatoren immplbetrachtet wird. Eine Verbesserung der Klakatfonen
kann also nur durch nichtlinear erzeugte Merkmaleaetet werden.
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Abb. 1 absolute Haufigkeit der Zielklassen in deaiflingsdaten in Abhangigkeit von der Zeilensumme
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Abb. 2 relative Haufigkeit der Zielklassen den Tiragsdaten in Abhangigkeit von der Zeilensumme

Klassifikation

Zur Klassifikation der 50.000 Testdatensatze istaminst zu beachten, dass die Aufgabenstellung dieh&n-
zahl der Fehlklassifikationen als Gewinnkriteriurefidiert sondern eine Punktzahl, die verschiedeebldf
unterschiedlich bewertet. Wir sprechen in dieseh \m einerkostensensitiven KlassifikatioDies ist durch
den gegebenen Anwendungsfall motiviert: Die Ausgetse Werbemitteln erzeugt Kosten, die im Erfolgsfal
durch Einnahmen kompensiert werden. Die vergeb&hatkte entsprechen also erwarteten Einnahmen,sdie e
zu maximieren gilt. Dem stehen die Kosten entgedenpei der Ausgabe eines Coupons entstehen {#lsisp
weise Papier und Toner/Druckerfarbe) und fir dieiesn entsprechenden Punktabzug gibt, wenn depdou

nicht eingeldst wird. Tabelle 2 gibt den PunktgawiK (K,C) aller Kombinationen von Vorhersagé und
korrekter KlasseC an. Sind fir einen Datensa¥ die Wahrscheinlichkeiterp(C | X), dassX der KlasseC

angehért bekannt, so ergibt sich die optimale Kiission C durch die Klasse, die den héchsten Punktgewinn
erwarten lasst:

c=argmax p(c|x)K(k,c) C={N,A B} 1)
Kc dc

Zur Vorhersage der korrekten Klassen haben wircheeslene bekannte Ansatze verwendet, darunter 8uppo

Vector-Machines (SVMs), Kunstliche Neuronale Netdwee (Artificial Neural Networks, ANNs) sowie log-

lineare Modelle. Diese stellen wir im Folgendenzuor. Dabei haben wir nicht neue Verfahren entefiick

sondern auf bewdéhrte Klassifikationsverfahren gesend entsprechende frei verfligbare Software am d
Internet benutzt.

Tabelle 2 Punktgewinn bei Vorhersage der KlassA bider B.

Reale Klasse

Vorhersage
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Support Vector Machines

Eine SVM stellt jeden Datensatz in einem Vektorradem und versucht die Daten durch eine Hyperebene z
trennen, sodass sich auf einer Seite der Ebendnstanzen einer einzelnen Klasse befinden. Exiskieine
solche Ebene, werden die Daten in eine hdherdimeaks Repréasentation Uberfiihrt, in der, im Ideklf@ie
gewulnschte Trennung mdglich ist. Die Klassifikatiomgesehener Daten ist nach Berechnung der Treneebe
leicht zu bewerkstelligen. Es muss nur entschiederden, auf welcher Seite der Ebene sich der neexk-M
malsvektor befindet. LIBSVM [9] von Chang und Lt eine freie Implementierung einer SVM, die Ubietes
Erweiterungen, wie etwa die Unterstiitzung von Raoten mit mehr als zwei Klassen, verfuigt. Dabei kordie
»,One-against-One“-Methode zum Einsatz, es wird &lsgedes der Paare (N/A, N/B, A/B) eine SVM tiiain,

die zwischen zwei Klassen unterscheidet. Durch Kioatton der Vorhersagen lassen sich dann die Whaise

lichkeiten p(C|X) berechnen. Dann kann mithilfe von Gl. 1 eine Emtgdung getroffen werden, welche die
klassenspezifischen Punktgewinne der diesjahriggigabenstellung bertcksichtigt.

Kinstliche Neuronale Netze

Inspiriert von den neuronalen Netzen in der Biatogind ANNs Netze kiinstlicher Neuronen, die in raedm
Schichten angeordnet sind [3]. Die oberste Schd@hit der Eingabe und enthélt fir jedes MerkmalNguiron.
Darunter befinden sich die sogenanniésiden layersund schlieB3lich eine Schicht von Neuronen, die Ales-
gabe dienen. Jedes Neuron hat beliebig viele Egeg&md einen Ausgang. Die an den Eingdngen anlilegen
Werte werden fur jedes Neuron individuell gewichimmiert und mit einer Aktivierungsfunktion tréors
miert. Danach liegt dieser Wert am Ausgang an wamthkveiteren Neuronen als Eingabe dienen.

In der Trainingsphase werden die Gewichte zun&oifgtlig festgelegt. Erhélt die oberste Schicht Netzes
eine Eingabe, ergibt sich daraus eine Ausgaberiutersten Schicht, welche mit der gewlinschteshiigen)
Ausgabe verglichen wird. Der auftretende Fehledwaun riickwarts durch das Netz propagiert, um aie/iéh-

te geeignet abzudndern. Dieser Vorgang wird fig Rlitensatze mehrfach iteriert.

Wir haben mit zwei verschiedenen Implementierungeperimentiert: FANN [10], einer in C geschriebenen
ANN-Bibliothek, und Netlab [11], einem in MATLAB [ implementierten Toolkit, welches auch mit dem
freien GNU Octave [13] lauffahig ist. Aufgrund deufélligen Initialisierung variieren die Ergebnisstrk,
insbesondere bei Wahl einer geringen Anzahl vonnirrgsschritten. Weitere Iterationen stabilisiemsvar die
erreichte Punktzahl, jedoch konnten wir durch Kamabibn mehrerer Netze bessere Ergebnisse erzielen.

Log-lineare Modelle

Der intuitive Ansatz, mdglichst wenig Uber die deaten zugrunde liegende Verteilung vorauszusetzn,
durch ein Maximum-Entropie-Modell ausgedriickt. B®soll zwar die Beobachtungen erklaren, dartbeusi
aber so allgemein wie moglich sein. Als MalR3 der éstimmmtheit dient die Entropie, welche fur die dedete
Verteilung maximiert werden soll. Dabei existieirieeeindeutige Losung, welche numerisch angenaviedt
Fir das Maximum-Entropie-Training log-linearer Mtdeéhaben wir sowohl eine lehrstuhleigene als adieh
frei verfigbare Implementierung MegaM [15] verwende

Klassifikatorkombinationen

Die Vielzahl der vorliegenden Klassifikationsmetkadegt es nahe, diese zu kombinieren, um Schwéeinen
zelner Methoden auszugleichen. Dazu eignen sich gweadlegende Anséatze, welche hier kurz vorgeshedt-

den sollen. Beim Voting werden die Vorhersagen nahreren Klassifikatoren kombiniert. Beim Stackinigd

die Klassifikationsausgabe eines oder mehrerersifikatoren als Eingabe fir einen Weiteren verwénDeese
auch unter dem Namen ,Ensemble-Methoden“ bekanWerfahren sind seit vielen Jahren Gegenstand der
Forschung und haben in der Vergangenheit haufgjgnifikanten Verbesserungen des Ergebnisses dd#i]hr

Voting

Als Voting wird die Methode bezeichnet, die einaizahl von Klassifikatoren jeweils ein8timme" gibt, so-
dass gezahlt werden kann, welche Klassifikatiorssdatidung die meisten Stimmen erzielt hat. Die®ésion-
ders dann interessant, wenn Verfahren wie Neurddatee mit unterschiedlich (zuféllig) initialisiert Gewich-
ten bei ansonsten gleichen Parametern untersattiedtirgebnisse liefern. Mittels Voting kann man \d&ianz
der Ergebnisse ausnutzen und die sicherste Klkatsdn wéahlen.



Summierung der Wahrscheinlichkeiten

In der vorliegenden Aufgabe war die Entscheidurgtdssensitiv zu treffen. Daher konnten die Einzedifika-
tionen kostensensitiv ausgewertet und dann mitteting die Ausgaben kombiniert werden. Eine anddiiy-
lichkeit ist die Klassenwahrscheinlichkeiten zu iadehn [5] und anschlieRend kostensensitiv zu Kiagsien.
Durch die Summation verringert sich die Varianz Berzelwahrscheinlichkeiten und dies verringert @efahr,
dass einzelne falsche Vorhersagen einen UberméRkgs Einfluss auf das Klassifikationsergebnisamab

Das dadurch entstehende Modell ist ein Speziadiégemeinerer Methoden zur Erzeugung additiver Mlede
wie etwa Boosting und Bagging. Beim Boosting werdehrittweise einfache Klassifikatoren trainierphei
Datensétze, die im vorherigen Schritt falsch kfagsit wurden, ein hoheres Gewicht erhalten. Déesehiede-
nen Klassifikatoren werden dann gewichtet kombinigs lasst sich zeigen, dass dieses Vorgehenetilefrate
senkt [6].

Stacking

Stacking bezeichnet die Methode, die Ausgabe éieessifikators unmittelbar oder zusatzlich zu déshbrigen
Merkmalen als Eingabe fir einen weiteren Klassifikau verwenden. Dadurch kann der Merkmalsrauneierw
tert werden, was die Anzahl der trainierbaren Patam(z.B. in log-linearen Modellen) erh6ht undzsoeiner
besseren Klassifikation fihren kann. Hierbei muksdings darauf geachtet werden, eine zu starkegadsung
an die Trainingsdaten (overfitting) zu vermeiden.

Angewendete Verfahren

Fir die vorliegende Aufgabe war es von Interesge Adisgaben von vielen zuféllig initialisierten menalen
Netzen zu kombinieren und zu glatten, da diese evithder Modellevaluierungsphase die besten, atigsdi
inkonsistenten, Ergebnisse lieferten. Daher wumienAusgaben von vielen neuronalen Netzen mitteltng
bzw. mittels Wahrscheinlichkeitssummierung komhiniend als Eingabe fir log-lineare Modelle verwende

Modellauswabhl

Ein vom Klassifikator berechnetes Modell beschréiilet Zusammenhéange zwischen den einzelnen Merkmalen
in den Trainingsdatensatzen und den zughorigerkldsden. Die Prognosefahigkeit dieses Modells liesst
massiv die Qualitat der darauf basierenden Vorigersad muss daher mit Sorgfalt bestimmt werden.

Eine Mdglichkeit ein zuverlassiges Modell zu findenschlie3t sich durch die Methode d#eeuzvalidierung
welche in Abb. 3 und 4 illustriert wird. Dabei werddie gesamten Trainingsdatenringleichgrof3e randomi-
sierte Gruppen partitioniert und jeweils einzelgege die restlichen Gruppen getestet (Abb. 3). DEBthman
wahlt sukzessive jede Gruppe einzeln aus, beredaseModell auf Basis der iibrigeh- 1 Gruppen und klas-
sifiziert die gewahlte Gruppe anhand des neu berteh Modells.

Die Qualitat eines Trainingsverfahrens ergibt scls der durchschnittlichen Gute allar Tests. Ist die durch-
schnittliche Trefferrate, also die richtig zugeatbn Datenséatze zu den Klassen hoch, so kann niagireu
hohe Prognosefahigkeit schlieBen, da sich das Menfaauf unterschiedlichen Trainings- und Testmerge
wahrt hat. Systematische Abweichungen der Ergebiisdenn Tests von dem Mittelwert kdnnen ein Hinweis
auf eine schlechte Verteilung der Trainingsdatediéneinzelnen Partitionen sein.

Bei Klassifikationsaufgaben iflberanpassundgoverfitting) ein haufiges Problem. Die Trainingseh werden
mehr und mehr auswendig gelernt. Das fuhrt zwasethu guten Vorhersagen fur die Trainingsdatenuage-
sehenen Daten sinkt jedoch die Vorhersagequabigses Problem kann durch eine sogenaatéierungs-
mengekontrolliert werden. Ein zuféllig gewahlter Teied Trainingsdaten, ublicherweise zwischen 10% und
20%, wird gleich zu Beginn der Datensichtung alagett (Abb. 4) und fur die weitere Modellsuche niotehr
bertcksichtigt. Anhand dieser zuriickgehaltenen iteze wird spater geprift, wie das gefundene M@l
ungesehenen Daten generalisiert. Durch diese Vergsieise kann das Verhalten des Modells auf detddes
ten simuliert werden. Die zuriickgehaltenen Datdleison etwa die Verteilungen in den Trainingsdatéder-
spiegeln.
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Abb. 3 Kreuzvalidierung: Die Daten werden in 5 Quap aufgeteilt.
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Abb. 4 Einteilung der Daten in Kreuzvalidierungggpen, Validierungsgruppe und Testdaten

Ergebnisse

Zur genaueren Analyse der Ergebnisse des Data-tdiups 2007 werden die in Tabelle 3 dargestelitelika-
toren betrachtet. Dabei handelt es sich um dieijeyeea Ergebnisse der verwendeten Klassifikatorahder
Kreuzvalidierung(Spalte,CV-Score*), dem Validierungs-Set (SpaltelO-Score*) sowie der Summe aus den
beiden letzten (Spalt€V+HO" ). Tabelle 3 gibt zudem das Ergebnis auf den 50Te@daten des Cups (Spal-
te ,Ergebnis DMC") und die Anzahl der Antworte@oupon ,,A“, Coupon ,B“ und,kein Coupon“in den ein-
gesendeten Losungen wieder. Die letzte Spalte krdigiAnzahl der eingesetzten Klassifikatoren, dasen
sich die einzelne Einreichung per Mehrheitsentstizeisammensetzt. Die Teilnehmer sind geordnet dach
Anzahl der im Cup erreichten Punkte. Zu den eirelSpalten sind jeweils Minima, Maxima, Mittelwertid
bei den Antworten auch die Standardabweichung asiiey

Bei der Betrachtung aller Ergebnisse fallen voerallsehr hohe Abweichungen bei der Verteilung dert&Ve
kein Couporund Coupon ,B* auf. Dies ist damit zu begriinden, dass es einayk sffensive und einige stark
defensive Zuordnungen gibt. Defensiv bedeutet éselin Zusammenhang, dass die Abgabe wenig risikdifreu
ist, also versucht moéglichst wenige Punktabziigeldau viel verteilte Coupons zu erhalten. Das betedass
diese Klassifikatoren besonders haufig die Opkiem Couporwahlen, da es fur diese keine Strafpunkte gibt.
Im Gegensatz dazu bedeutet offensiv, dass besouddesCoupons ausgegeben werden. Dabei wird vetsuc
mogliche Strafpunkte flr falsch ausgegebene Coupasgugleichen, indem dafir auch mehr richtige Goap
zugeteilt werden als bei defensivem Vorgehen. Déspeachend wéahlen offensive Herangehensweisen beson
ders haufig die Optio€oupon ,A“ oderCoupon ,B“, um mit den eingeldésten Coupons die Strafpunktétni
eingeldster auszugleichen.

Beide Verhaltensweisen bergen jedoch ein Risikdelsve Zuordnungen erhalten zu wenig Punkte, da si
weniger Coupons ausgeben. Bei offensiven Anséatestebt die Gefahr darin, zu viele falsche Couparss a
zugeben und dadurch Strafpunkte zu erhalten. iegslt sich auch in den Ergebnissen wieder: Diensfvste
und die defensivste Abgabe sind jeweils in schikyet Halfte unserer Abgaben zu finden sind (Platmé
Platz 20). Da bereits die Hinzunahme oder das VEsglaeines einzelnen Klassifkatorergebnisses zonbita-
tion einen grof3en Einfluss darauf haben kann, abeitgene Vorgehen defensiv oder offensiv ist, wireieder
Modellauswahl nicht darauf geachtet, ob eine Me¢heter offensiv oder eher defensiv ist, sondernvte
dellauswahl wurde nur anhand der ,,CV-Scores" und,#®-Scores" getroffen. Weiterhin ergibt die Anagy
der Ergebnisse, dass die hoher platzierten Eirwegén in der Regel einen héheren ,CV“- und ,Holdootre”
haben. Einzige Ausnahme bildet der 18. (in deriSiiatunserer Abgaben vorletzte) Platz, der sowahkn
hohen ,Holdoutscore” als auch ein gutes Ergebnfsdam ,CV*“ hat. Dieser Unterschied lasst sich vetiioh
dadurch erklaren, dass die Klassifikatoren zu stakiert waren, also eine Uberanpassung statgiefu hat.
Dafir spricht auch, dass der kombinierte Score,Beddout* und ,,CV* um fast 200 Punkte héher ist alas
erreichte Ergebnis im DMC, also die Klassifikatogrf den Trainingsdaten sehr viel besser abschratteauf
den Testdaten.



Fir das Ergebnis relevant ist offenbar auch dieahhder fur den Mehrheitsentscheid verwendetendffiaato-

ren, da diese mit héherer Platzierung ebenfallgtst®ie beste Einreichung, die am offiziellen Vbettverb
teilgenommen hat, verwendete viele hundert Neueohwtze mit verschiedenen Parametern, wahrend ainser
schlechtplatzierteste Abgabe nur einen einzigemsdffikator einsetzte. Es ist eine deutliche posittorrelation
zwischen der Anzahl verwendeter Klassifikationerd wireichter Ergebnispunktzahl zu erkennen, wolei z
beachten ist, dass fur alle Einreichungen unteesitiche Klassifikatoren und Verfahren zur Kombipateinge-
setzt wurden. Damit erscheint auch die Einreichanfjdem zweiten Platz, die mit vergleichsweise wgeni
Klassifikatoren berechnet wurde, nicht ungewoéhnliEéme auRer Konkurrenz eingereichte Losung, eitriMe
heitsentscheid (,Voting“) aller studentischen Légen aus Tabelle 3, konnte im DMC insgesamt die $téch
Punktzahl erzielen. Auch in den Jahren 2005 und 20ér jeweils eine (auRer Konkurrenz eingereicktem-
bination aller studentischen Lésungen aus unsengpfg besser als alle Einzellésungen.

Sowohl aus den im Vorfeld durchgefiihrten Experiraentals auch aus den Ergebnissen des DMC wird klar
ersichtlich, dass die Anzahl der kombinierten Kildlsstoren einen groRen Einfluss auf die Vorherspgditat

hat, wobei die Modellgiite mit der Anzahl der Kléiksitoren fast immer ansteigt. Durch die Kreuzvigidng
konnte eine Uberanpassung weitestgehend vermiegetiew, wobei zu beobachten ist, dass selbst dierbes
Modelle auf den Trainingsdaten ein geringfiigig bess Ergebnis erzielt haben als auf den DMC-Testdat
Dies deutet darauf hin, dass trotz leichter Ubesiaspng auf die Trainingsdaten die Generalisierendvibdelle
verbessert wurde.

Tabelle 3 Die Ergebnisse im Vergleich.

Platz CV-Score HO-Score CV+HO Erg DMC #A #B #N #Klass.
1 n.v. n.v. n.v. 7890 9600 4253 36147 >2000
2 6427 1499 7926 7832 10377 3756 35867 »50
4 6432 1451 7883 7803 10445 5225 34330 >100
5 6328 1512 7840 7802 10039 3561 36400 113
7 6279 1493 7772 7783 9979 3964 36057 n.v.
8 6196 1426 7622 7778 10476 5493 34031 7
13 6187 1400 7587 7733 10405 5469 34126 6
18 6363 1500 7863 7680 10234 3793 35973 » 20
20 6269 1406 7675 7636 9823 3619 36558 1
Minimum 6187 1400 7587 7636 9600 3561 34031
Maximum 6432 1512 7926 7907 10476 5493 36558
Mittelwert 6310 1461 7771 7771 10153 4348 35499
Standard-
abweichung 292 768 968

Bei der Einreichung auf dem ersten Platz wurdeEifigienzgriinden auf die Berechnung der ,,CV*“- urtdQ-Scores" ver-
zichtet.

Zusammenfassung und Schlussfolgerung

Wie schon der britische Naturforscher Sir Francadt@ 1907 in seinem Aufsat?ox Populi[7] beschrieb, ist
das Votum der Masse besser als das eines Einzébadton untersuchte damals Schatzungen, die teiisBx-
perten, teils von Laien abgegeben wurden und wsiaent daruber, dass der Mittelwert der Schatzukgem
vom richtigen Wert abwich. Dieselbe Erkenntnis, ldiet Galton auch ein gutes Licht auf die Demokratirft,
dient uns heute zur Entscheidungsfindung bei diftessifikationsaufgabe. Das Training einer groReenlye
zuféllig initialisierter einfacher Klassifikatoregroduziert eine Menge von ,Laien”, die aber in ih@&esamtheit
einem einzelnen Experten Uberlegen sind. Diese &gubng bestatigt sich nun sowohl in unseren Erigebn
beim Data-Mining-Cup als auch bei den ErgebnisseniNetflix-Wettbewerbs [2].

Erfolgsentscheidend ist beim Data-Mining aber nioit die Wahl eines soliden Klassifikationsverfatseson-
dern vor allem das genaue Verstéandnis der Aufgabledie Analyse der verwendeten Daten. Erst mitdidyei
gewonnenen Einsichten kdnnen die Daten optimal Algiorderungen der einzelnen Klassifikatoren angsipas
werden.

Vorverarbeitung, Kreuzvalidierung und Klassifikd¢éombinationen sind unseren Erfahrungen zufolge der
Schlussel zu reproduzierbaren, guten Ergebnissen.
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