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Kapitel 1

Einleitung und Ziele dieser Arb eit

In der V ergangenheit hab en sic h statistisc he Klassi�k atoren auf dem Gebiet der Sprac herk enn ung

b ew

•

ahrt [26 ]. In dieser Arb eit soll ihre Eign ung f

•

ur die Bilderk enn ung un tersuc h t w erden. Im

Rahmen dessen wird zun

•

ac hst der Aufbau eines Erk enn ungssystems f

•

ur Einzelob jekte en t wic k elt,

w elc hes sic h durc h folgende Charakteristik a auszeic hnet:

� allgemeine V erw endbark eit zur (k on textfreien) Mustererk enn ung,

� statistisc he Mo dellierung des Datenmaterials,

� in der Grundv ersion V erzic h t auf problemsp ezi�sc hes Wissen,

� w ohlde�nierte Punkte zur In tegration v on problemsp ezi�sc hem Wissen,

� Konkurrenzf

•

ahigk eit mit anderen 'State-of-the-Art'-Ans

•

atzen wie Supp ort-V ektor-Masc hinen

und Neuronale Netzen.

Der Aufbau des Erk enn ungssystems wird in Kapitel 2 b esc hrieb en. Im Rahmen dessen w erden die

auf der Datensammlung USPS erzielten Ergebnisse diskutiert so wie (kurz) k onkurrierende Klassi-

�k atoren v orgestellt.

Danac h soll die T auglic hk eit des Erk enn ungssystems zur allgemeineren Lok alisierung und Klassi-

�k ation v on Ob jekten in Bildmaterial un tersuc h t w erden. Hierb ei liegt das Augenmerk auf einem

segmen tierungsfreien Ansatz, d.h. es wird nic h t v ersuc h t, in einem v orgesc halteten Sc hritt die Ob-

jekte einer T estzene auszusc hneiden und diese zu klassi�zieren, sondern die Szene wird als ganzes

un tersuc h t. Es soll un tersuc h t w erden, w elc he neuen Probleme b ei dieser Aufgab e auftreten und wie

diese teilw eise gel

•

ost w erden k

•

onnen. Dies wird in Kapitel 3 b esc hrieb en, w ob ei auc h hier andere

Ans

•

atze v orgestellt w erden sollen. Praktisc he Un tersuc h ungen des Systems �nden auf mo di�zierten

Daten der Datensammlung USPS so wie auf der Datensammlung COIL-20 statt. Ziel ist es, ein Sy-

stem zu en t wic k eln, mit dem Bilder anhand der Ob jekte, die sie en thalten, c harakterisiert w erden

k

•

onnen. Diese Bildb esc hreibungen k

•

onnen dann - in einer Daten bank gesp eic hert - b en utzt w erden,

um Bildmaterial zu arc hivieren und wiederzu�nden. Dies wird mit c ontent b ase d Image R etrieval

(inhaltsbasierter Bildzugri� ) b ezeic hnet. V orteil einer automatisc hen Indizierung v on Bildmaterial

13
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ist neb en der o�ensic h tlic hen Arb eitsersparnis auc h die nic h t zu un tersc h

•

atzende Repro duzier-

bark eit v on Ergebnissen. Bildindizierungen durc h Mensc hen erfolgen un ter Umst

•

anden aufgrund

un tersc hiedlic her Sic h t w eisen, je nac hdem, w elc her Asp ekt den Betrac h ter gerade in teressiert. Das

Indizierungssystem arb eitet hingegen (auc h im F all falsc her Indizierung) stets nac h v ollzieh bar. Das

Finden v on Ob jekten in b eliebigen T estszenen �ndet ferner h

•

au�g in Zusammenhang mit Rob oter-

W ahrnehm ung so wie Gesic h ts- und Gestenerk enn ung statt, w eshalb generell ein hohes In teresse in

diesem F orsc h ungb ereic h b esteh t.

Die im Rahmen dieser Arb eit durc hgef

•

uhrten Un tersuc h ungen und Ergebnisse sind in folgende

Publik ationen einge
ossen:

� J. Dahmen, K. Beulen, M.O. G

•

uld, H. Ney: A Mixtur e Density Appr o ach to Obje ct R e c o gni-

tion for Image R etrieval , 6th In ternational RIA O Conference on Con ten t-Based Multimedia

Information Access, Seite 1632-1647, P aris, F rankreic h, April 2000.

� J. Dahmen, D. Keysers, M.O. G

•

uld, H. Ney: Invariant Image Obje ct R e c o gnition , 15th In ter-

national Conference on P attern Recognition, Barcelona, Spanien, Septem b er 2000.

� M. Sc hrec k en b erg, J. Dahmen, M.O. G

•

uld, G. Sc h ummers, D. Mey er-Ebrec h t, H. Ney: A uto-

matische Endokar derkennung in 3D mit appr oximier enden Thin-Plate-Spline Mo del len unter

Einsatz von Gau�'schen Mischverteilungs-Mo del len f

•

ur die lokale Klassi�kation , Bildv erar-

b eitung f

•

ur die Medizin 2000, S. 351-355, M

•

arz 2000.



Kapitel 2

Statistisc he Klassi�k ation v on

Einzelob jekten

2.1 Einleitung

Grundlegendes Problem der Mustererk enn ung ist es, eine Zuordn ung zu b estimmen, die ein Signal

S automatisc h einer v on K Klassen zuordnet. Die Konstruktion der Zuordn ung soll anhand einer

Menge v on Signalen, deren Klassenzugeh

•

origk eit b ek ann t ist, - den sogenann ten T rainingsdaten -

statt�nden.

Zun

•

ac hst ist hierb ei zu

•

ub erlegen, wie ein Signal S (in diesem F all ein Bild) b esc hrieb en w erden

soll. Die Darstellung v on S wird Merkmalsvektor x 2 I R

D

genann t. Die Komp onen ten v on x

quan ti�zieren die Eigensc haften des Signals im sogenann ten Merkmalsr aum I R

D

. Der

•

Ub ergang

v on S zu x 2 I R

D

wird Merkmalsanalyse genann t. In dieser Arb eit, die sic h mit der Klassi�k ation

v on Bildmaterial b esc h

•

aftigt, wird die erscheinungsb asierte Merkmalsanalyse v erw endet, d.h. die

f

•

ur die Klassi�k ation v erw endete Repr

•

asen tation des Bildsignals b esteh t zun

•

ac hst aus den W erten

der Grau w ertfunktion I ( i; j ). Sp

•

ater wird motiviert und dargestellt, wie sic h diese -sehr gro�e-

Anzahl v on Merkmalen auf w enige, daf

•

ur m

•

oglic hst aussagekr

•

aftige reduzieren l

•

a�t.

Mit der W ahl einer Merkmalsextraktion k ann das Klassi�k ationsproblem folgenderma�en form uliert

w erden:

Bestimme r : I R

D

! f 1 ; : : : ; K g

r ( x ) = k , "Merkmalsv ektor x wird Klasse k zugeordnet"

Die Klassen seien mit A

1

; : : : ; A

K

; A

k

� I R

D

b ezeic hnet, d.h. die Menge A

k

en th

•

alt alle Merkmals-

v ektoren der Klasse k . Hilfsmittel zur Konstruktion v on r sind die T rainingsdaten. Dab ei handelt

es sic h um eine Menge v on Merkmalsv ektoren, deren Klassenzugeh

•

origk eit b ek ann t ist:

f x

1 k

; : : : ; x

N

k

k

g � A

k

; x

ik

2 I R

D

; i = 1 ; : : : ; N

k

k = 1 ; : : : ; K

15



16 KAPITEL 2. ST A TISTISCHE KLASSIFIKA TION V ON EINZELOBJEKTEN

Abbildung 2.1: Die ersten 100 T rainingsdaten des USPS-Korpus

W

•

unsc hensw ert ist hierb ei, da� r insb esondere auc h Merkmalsv ektoren x 2 I R

D

k orrekt klassi-

�ziert, die nic h t un ter den T rainingsdaten zu �nden sind, also eine m

•

oglic hst gute F

•

ahigk eit zur

Generalisierung.

2.2 Die Datensammlung USPS und Stand der T ec hnik

Der Datenk orpus, auf dem die in diesem Kapitel b esc hrieb enen Metho den ev aluiert w erden, ist die

mit United States P ostal Service (USPS) b ezeic hnete Datensammlung isolierter, handgesc hrieb ener

Zi�ern, die aus P ostleitzahlen auf Briefumsc hl

•

agen extrahiert wurden. Der Korpus ist un terteilt in

7291 T rainingsdaten und 2007 T estdaten, w ob ei jedes Datum ein 16x16 Pixel gro�es Grau w ertbild

mit 256 In tensit

•

atsw erten ist. Die ersten 100 Zi�ern des T rainingsk orpus sind in Abbildung 2.1

dargestellt.

Der Korpus ist frei v erf

•

ugbar

1

und wird in vielen Publik ationen als Daten basis zur Ev aluation b e-

n utzt. Bisher publizierte Ergebnisse zu diesem Korpus sind in T ab elle 2.1 dargestellt. Die mensc h-

lic he F ehlerrate ist mit 2.5% rec h t ho c h, w as auf ein sc h wieriges Erk enn ungsproblem hindeutet.

F erner stellt die relativ geringe Anzahl an T rainingsdaten eine Sc h wierigk eit insb esondere f

•

ur sta-

tistisc he Ans

•

atze dar, w as sp

•

ater detailliert erl

•

autert w erden soll.

Einige der k onkurrierenden Klassi�k atoren, n

•

amlic h neuronale Netze und die Supp ort-V ektor-

Masc hine, w erden in Absc hnitt 2.7.2 kurz v orgestellt.

2.3 Ba y es'sc he En tsc heidungsregel

Ziel der Mustererk enn ung ist es, eine En tsc heidungsfunktion r : I R

D

! f 1 ; : : : ; K g ; x 7! r ( x ) zu

�nden, die mit m

•

oglic hst geringer F ehlerrate arb eitet. Die Bew ertung einer En tsc heidungsfunktion

[25 , S. 24] erfolgt, indem die Kosten der v on r getro�enen En tsc heidungen

•

ub er alle Merkmalsv ek-

toren b etrac h tet w erden:

R =

Z

x

dx

K

X

c =1

p ( c j x ) � L [ c; r ( x )] (2.1)

w ob ei L [ c; k ] die lok alen Kosten einer f

•

ur x 2 I R

D

getro�enen En tsc heidung f

•

ur Klasse k sind:

1

ftp://ftp.kyb.tuebingen .mpg .de /pub /bs /dat a
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T ab elle 2.1: Bisher publizierte Ergebnisse f

•

ur den USPS Datenk orpus

Metho de/Publik ation F ehlerrate in %

Mensc h [35 ] 2.5

Neuronales Netz, LeNet1 [16 ]

�

4.5

NN, Euklidisc he Distanz [35 ]

��

5.9

NN, T angen tendistanz [35 ]

��

2.6

Supp ort-V ektor-Masc hine [32 ] 4.2

Supp ort-V ektor-Masc hine mit virtuellen Supp ort-V ektoren [32 ] 3.2

�

: Das USPS-T estset wurde um 700 masc hinengedruc kte Zi�ern erw eitert. Die Autoren geb en

eine F ehlerrate v on 3.4% an, erw

•

ahnen jedo c h, da� alle Klassi�k ationsfehler b ei handgesc hrie-

b enen Zi�ern auftraten, w o durc h sic h f

•

ur das USPS-T estset die angegeb ene F ehlerrate v on

4.5% ergibt. Das USPS-T rainingsset wurde um 2.549 masc hinengedruc kte Zi�ern erw eitert.

Die Ergebnisse sind somit n ur eingesc hr

•

ankt v ergleic h bar.

��

: Das USPS-T rainingsset wurde um 2.418 masc hinengedruc kte Zi�ern erw eitert. Die Er-

gebnisse sind somit n ur eingesc hr

•

ankt v ergleic h bar.

L [ c; k ] =

(

0 c = k

1 c 6= k

(2.2)

Die Kosten w erden minimal, d.h. die Klassi�k ationsen tsc heidung ist optimal, falls als En tsc hei-

dungsfunktion

r ( x ) :=

argmin

k =1 ;:::;K

(

K

X

c =1

p ( c j x ) � L [ c; k ]

)

(2.3)

gew

•

ahlt wird [25 ]. Durc h w eiteres Umformen ergibt sic h

r ( x ) =
argmax

k =1 ;::: ;K

f p ( k j x ) g (2.4)

Die optimale En tsc heidung b esteh t demnac h darin, den Merkmalsv ektor x stets der Klasse mit

maximaler a-p osteriori-W ahrsc heinlic hk eit p ( k j x ) zuzuordnen. In der Realit

•

at ist diese V erteilung

allerdings un b ek ann t und m u� auf geeignete Art und W eise mo delliert w erden.

Mit der Umform ung

argmax

k

f p ( k j x ) g =
argmax

k

f p ( x ) � p ( k j x ) g =
argmax

k

f p ( x; k ) g

=
argmax

k

f p ( k ) � p ( x j k ) g (2.5)

ergibt sic h eine andere Darstellung der En tsc heidungsregel r , w elc he die p osterior-W ahrsc heinlic h-

k eiten als Pro dukt der a-priori-W ahrsc heinlic hk eit p ( k ) f

•

ur Klasse k und klassen b edingter W ahr-

sc heinlic hk eit p ( x j k ) mo delliert. Insgesam t ergibt sic h f

•

ur das en tstehende Erk enn ungssystem die in
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Abbildung 2.2 dargestellte Struktur. Die V orv erarb eitung, der Sc hritt zwisc hen Merkmalsanalyse

und Klassi�k ation, soll sp

•

ater motiviert und erl

•

autert w erden.

Signal S (hier: Bilder)

?

Merkmalsanalyse

?

Merkmalsv ektor x 2 I R

D

V orv erarb eitung

?

Merkmalsv ektor x 2 I R

d

argmax

k

f p ( k ) � p ( x j k ) g

�

Referenz p ( k )

�

Referenz p ( x j k )

?

Index der erk ann ten Klasse

Abbildung 2.2: Aufbau eines statistisc hen Klassi�k ators f

•

ur Einzelob jekte [25 , S. 7]

F

•

ur p ( k ) k ann die auf den T rainingsdaten empirisc h ermittelte a-priori-Klassen w ahrsc heinlic hk eit

gew

•

ahlt w erden. Da der un tersuc h te Korpus USPS ab er isolierte Zi�ern ohne w eitere Neb en b e-

dingungen en th

•

alt, wird f

•

ur diese Aufgab e eine Gleic h v erteilung angenommen, also p ( k ) =

1

K

,

k = 1 ; : : : ; K .

2.4 Mo dellierung der klassen b edingten W ahrsc heinlic hk eit

Ausgehend v on der in Gleic h ung (2.5) gew

•

ahlten Darstellung der p osterior-W ahrsc heinlic hk eit soll

n un die V erteilung p ( x j k ) mo delliert w erden.

2.4.1 Gau�'sc he Misc h v erteilungen

Zur Mo dellierung der klassen b edingten W ahrsc heinlic hk eiten p ( x j k ) k

•

onnen Ga u� 'sc he Misc h v er-

teilungen b en utzt w erden. Diese ergeb en sic h als gewic h tete Summe Ga u� 'sc her Normalv erteilun-

gen (im folgenden auc h Dichten genann t) f

•

ur Merkmalsv ektoren x 2 I R

D

:

p ( x j k ) =

I

k

X

i =1

c

k i

� N ( x j �

k i

; �

k i

) (2.6)
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w ob ei c

k i

� 0 Gewic h tungsfaktoren der Einzelv erteilungen N ( x j �

k i

; �

k i

) sind und mit

P

i

c

k i

= 1

ferner die Normierungsb edingung f

•

ur W ahrsc heinlic hk eitsv erteilungen gew

•

ahrleisten.

Eine Ga uss 'sc he Einzelv erteilung N ( x j �; �) ist de�niert als

N ( x j �; �) =

1

p

(2 � )

D

det �

exp

�

�

1

2

( x � � )

T

�

� 1

( x � � )

�

(2.7)

Jede der Einzelv erteilungen N ( x j �

k i

; �

k i

) in (2.6) b en utzt einen eigenen, d.h. klassen- und dic h-

tensp ezi�sc hen Mittelw ert �

k i

so wie eine klassen- und dic h tensp ezi�sc he Ko v arianzmatrix �

k i

.

Ga uss 'sc he Misc h v erteilungen hab en die Eigensc haft, da� durc h sie jede V erteilung b eliebig genau

appro ximiert w erden k ann [25 , S. 93].

Somit ergibt sic h ein Mo dell, mit dem m ultimo dale m ultiv ariate W ahrsc heinlic hk eitsv erteilungen,

d.h. mehrdimensionale W ahrsc heinlic hk eitsv erteilungen mit mehreren Maxima, dargestellt w erden

k

•

onnen. Die F rage ist n un, wie die V erteilungsparameter �

k i

und �

k i

ermittelt w erden k

•

onnen.

Maxim um-Lik eliho o d-P arametersc h

•

atzung

Gesuc h t ist eine optimale W ahl der V erteilungsparameter, d.h. die b este Erkl

•

arung der v orhandenen

T rainingsdaten f x

1 k

; : : : ; x

N

k

k

g durc h das Mo dell p ( x j k ). Dies k ann mit Hilfe der Likeliho o d aus-

gedr

•

uc kt w erden [25 , S. 50�], die f

•

ur einen P arametersatz #

k

die W ahrsc heinlic hk eit der gegeb enen

T rainingsdaten f

•

ur das Mo dell p ( x j k ; #

k

) angibt:

#

k

7!

N

k

Y

n =1

p ( x

nk

j k ; #

k

) (2.8)

Bei einer Ga u� 'sc hen Einzelv erteilung b esteh t der P arametersatz aus klassensp ezi�sc hem Mittel-

w ert und klassensp ezi�sc her Ko v arianzmatrix, also #

k

= ( �

k

; �

k

). Gesuc h t ist demnac h

( ^ �

k

;

^

�

k

) =

argmax

�

k

; �

k

(

N

k

Y

n =1

N ( x

nk

j �

k

; �

k

)

)

(2.9)

Durc h Di�erenzieren und Nullsetzen ergeb en sic h als b este Sc h

•

atzer [25 ]

^�

k

=

1

N

k

N

k

X

n =1

x

nk

(2.10)

^

�

k

=

1

N

k

N

k

X

n =1

( x � ^�

k

)( x � ^�

k

)

T

(2.11)

d.h. der empirisc he Mittelw ert und die empirisc he Ko v arianzmatrix.

Eine Maxim um-Lik eliho o d-Sc h

•

atzung f

•

ur Ga u� 'sc he Misc h v erteilungen erw eist sic h als sc h wieri-

ger, da der Zusammenhang zwisc hen einem T rainingsv ektor x

nk

und den Dic h ten der Misc h v ertei-

lungen nic h t b eobac h tbar ist, d.h. eine v erb orgene V ariable existiert.
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Der Exp ectation-Maximization-Algorithm us

Zum T raining der P arameter f

•

ur Ga uss 'sc he Misc h v erteilungen (2.6) wird in dieser Arb eit der

Exp ectation-Maximization-Algorithm us (kurz EM-Algorithm us) v erw endet. Hierb ei wird die un-

b ek ann te Zuordn ung eines T rainingsdatums x

nk

; n = 1 ; : : : ; N

k

zu den Dic h ten N ( x

nk

j �

k i

; �

k i

),

i = 1 ; : : : ; I

k

mit einer v erdec kten V ariable y mo delliert [25 , S. 96�]. F

•

ur die Konstruktion der

Misc h v erteilung einer Klasse k w erden lediglic h die T rainingsdaten zu dieser Klasse b en utzt, d.h.

f x

nk

; n = 1 ; : : : ; N

k

g . Im folgenden wird daher der Klassenindex k w eggelassen. Allgemein ergibt

sic h b ei Mo dellierung mit v erb orgener V ariable y :

p ( x

n

j c

i

; �

i

; �

i

) =

X

y

p ( x

n

; y j c

i

; �

i

; �

i

) (2.12)

=

X

y

p ( y j c

i

; �

i

; �

i

) � p ( x

n

j y ; c

i

; �

i

; �

i

) (2.13)

Bei Ga uss 'sc hen Misc h v erteilungen mo delliert die v erdec kte V ariable y die nic h t b eobac h tbare

Zuordung eines T rainingsv ektors zu den einzelnen Dic h ten seiner Klasse, d.h. y � i . Somit ergibt

sic h

p ( x

n

j c

i

; �

i

; �

i

) =

X

i

p ( i j c

i

; �

i

; �

i

)

| {z }

� c

i

�N ( x

n

j �

i

; �

i

) (2.14)

=

X

i

c

i

� N ( x

n

j �

i

; �

i

) (2.15)

Der EM-Algorithm us erreic h t eine iterativ e V erb esserung der P arametereinstellung �

i

= f c

i

; �

i

; �

i

g ,

i = 1 ; : : : ; I , indem zun

•

ac hst die Di�erenz zwisc hen den Lik eliho o ds zw eier P arameters

•

atze �;

�

� b e-

rec hnet (Exp ectation) und optimiert (Maximization) wird. Die An w endung des EM-Algorithm us

zur P arametersc h

•

atzung f

•

ur Ga uss 'sc he Misc h v erteilungen wird in [10 ] dargestellt und ergibt fol-

gende Reestimationsformeln:

p ( i j x

n

; �

i

) =

c

i

� N ( x

n

j �

i

; �

i

)

P

I

i

0

=1

c

i

0

� N ( x

n

j �

i

0

; �

i

0

)

(2.16)




i

( n ) =

p ( i j x

n

; �

i

)

P

N

n

0

=1

p ( i j x

n

0

; �

i

)

(2.17)

�c

i

=

1

N

N

X

n =1

p ( i j x

n

; �

i

) (2.18)

��

i

=

N

X

n =1




i

( n ) � x

n

(2.19)

�

�

i

=

N

X

n =1




i

( n ) � ( x

n

� ��

i

)( x

n

� ��

i

)

T

(2.20)

Nac h jeder Iteration w erden die so eb en neu gesc h

•

atzten P arameter als Grundlage f

•

ur den n

•

ac hsten

Iterationssc hritt genommen, d.h. man setzt c

k i

= �c

k i

, �

k i

= ��

k i

und �

k i

=

�

�

k i

.
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Eine Sc h wierigk eit b esteh t in der W ahl der Start w erte f

•

ur c

k i

, �

k i

und �

k i

, insb esondere f

•

ur eine

hohe Dic h tenanzahl. Anstatt mit einer festen Anzahl v on Dic h ten zu arb eiten, wird v on dem in die-

ser Arb eit implemen tierten EM-Algorithm us zun

•

ac hst eine Einzelv erteilung pro Klasse gesc h

•

atzt,

wie in Absc hnitt 2.4.1 dargestellt. Diese wird danac h sukzessiv e geteilt, bis die gew

•

unsc h te Anzahl

v on Dic h ten erreic h t ist. Zwisc hen T eilungen w erden jew eils mehrere Iterationen der EM-Sc h

•

atzung

ausgef

•

uhrt. Das T eilen einer Dic h te erfolgt, indem jew eils der Mittelw ertv ektor der Dic h te

'

gest

•

ort `

wird, t ypisc herw eise in Ric h tung der maximalen V arianz der b etrac h teten Dic h te. Dieses V orgehen

orien tiert sic h an einem v on Linde , Buzo und Gra y in [19 ] v orgestellten V erfahren.

Ein Clustering-Algorithm us auf der Basis Gau�'sc her Misc h v erteilungen

Die mit dem EM-Algorithm us trainierten V erteilungsparameter k

•

onnen b en utzt w erden, um einen

Clustering-Algorithm us f

•

ur die T rainingsdaten zu gewinnen: Man b etrac h tet jede Dic h te der Misc h-

v erteilung als V erteilungsfunktion f

•

ur einen Cluster. Die Zuordn ung eines T rainingsdatums x

nk

zu

einem Cluster der Klasse k erfolgt durc h

x

nk

7!
argmax

i =1 ;:::;I

k

f c

i

� N ( x j �

k i

; �

k i

) g (2.21)

Hierdurc h w erden die T rainingsdaten in

P

k

I

k

viele Cluster un terteilt. Abbildung 2.3 zeigt die Mit-

telw erte einer Un terteilung der USPS-T rainingsdaten in 40 Cluster (4 pro Klasse). Durc h die Mit-

telw ertbildung ersc heinen Bildregionen, in denen hohe V ariabilit

•

at innerhalb des Clusters herrsc h t,

v erw asc hen. Gut zu erk ennen ist die Un terteilung der Klassen nac h v ersc hiedenen t ypisc hen Sc hreib-

w eisen f

•

ur die jew eilige Zi�er.

Abbildung 2.3: Un terteilung des USPS-T rainingsk orpus in 40 Cluster. Dargestellt sind die

Cluster-Mittelw erte. Jeder Cluster k ann als Pseudoklasse b etrac h tet w erden.

Das Problem der zuv erl

•

assigen P arametersc h

•

atzung

Die Mo dellierung der klassen b edingten W ahrsc heinlic hk eit als Ga uss 'sc he Misc h v erteilung nac h

Gleic h ung (2.6) erfordert das Sc h

•

atzen v on

K

X

k =1

I

k

X

i =1

0

B

B

@

D

|{z}

�

k i

+

D ( D + 1)

2

| {z }

�

k i

1

C

C

A

I

k

= I 8 k

= K � I �

1

2

( D

2

+ 3 D ) (2.22)
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P arametern (die Ko v arianzmatrizen �

k i

sind symmetrisc h). Insb esondere ist die dic h tenabh

•

angige

Ko v arianzmatrix in Gleic h ung (2.7) bzw. (2.6) zu in v ertieren, w as zu Sc h wierigk eiten f

•

uhren k ann.

Die empirisc he Ko v arianzmatrix en tsteh t als normierte Summe

•

au�erer Pro dukte v on V ektoren

mit sic h selbst. Damit � in v ertierbar ist (d.h. v ollen Rang b esitzt), sind demnac h mindestens

D V ektoren pro Dic h te not w endig, w o durc h auf dem USPS-Korpus b ei V erw endung klassen- und

dic h tesp ezi�sc her Ko v arianzmatrizen und Beib ehaltung aller 256 Merkmale n ur et w a 3 Dic h ten pro

Klasse sc h

•

atzbar w

•

aren (3 � 256 � 10 � 7291). Dies appro ximiert die V erteilung der klassen b eding-

ten W ahrsc heinlic hk eiten p ( k j x ) n ur unzureic hend. In der Praxis fordert man f

•

ur eine zuv erl

•

assige

Sc h

•

atzung v on � sogar die gegen

•

ub er D zehn- bis h undertfac he Anzahl v on T rainingsv ektoren. In

[25 , S.54] wird als w eiteres Problem neb en obigem die Un tersc h

•

atzung der V arianz, b edingt durc h

eine zu geringe V ariabilit

•

at der Lernstic hprob e, genann t.

Grunds

•

atzlic h ergeb en sic h zumindest 3 M

•

oglic hk eiten, die Anzahl zu sc h

•

atzender P arameter zu

v erringern, bzw. diese zuv erl

•

assiger zu sc h

•

atzen:

1. Die Merkmalsreduktion, d.h. die V erkleinerung v on D .

2. Die Besc ha�ung v on mehr T rainingsmaterial. Dieser Sc hritt soll automatisiert ablaufen. Die

zus

•

atzlic h erzeugten Daten sollen allein aus dem v orhandenen T rainingsk orpus k onstruiert

w erden.

3. Die V ereinfac h ung des statistisc hen Mo dells.

Punkt 1 wird in Absc hnitt 2.5 un tersuc h t w erden, Punkt 2 in Absc hnitt 2.6. Zun

•

ac hst ab er soll

der dritte Punkt b eleuc h tet w erden.

Die problematisc he Sc h

•

atzung der Ko v arianzmatrix k ann dadurc h umgangen w erden, da� n ur mit

diagonalen �

k i

gearb eitet wird, d.h. es w erden n ur no c h V arianzv ektoren �

2

k i

2 I R

D

gesc h

•

atzt.

Dies b edeutet, da� die einzelnen Merkmale (also die Bildpunkte) als unk orreliert, d.h. statistisc h

unabh

•

angig v oneinander, angesehen w erden (w as eine rec h t stark e V ereinfac h ung darstellt, die sic h

ab er durc h die erzielten Ergebnisse rec h tfertigen l

•

a�t). Die F orm ulierung einer Einzelv erteilung

gem

•

a� Gleic h ung (2.7)

•

andert sic h dann zu

N ( x j �

k

; �

2

k

) =

1

Q

D

d =1

p

2 � �

2

k d

exp

"

�

1

2

D

X

d =1

�

x

d

� �

k d

�

k d

�

2

#

(2.23)

Durc h Dek orrelation der Merkmale v or dem T raining k ann geho�t w erden, den Informationsv er-

lust dieser Ma�nahme zu reduzieren. Ein V erfahren hierzu ist die in Absc hnitt 2.5.3 b esc hrieb ene

Whitening-T ransformation.

In [8] wird ein Mittelw eg zwisc hen der Ben utzung v oller Ko v arianzmatrizen und der Ben utzung

diagonaler Ko v arianzmatrizen dargestellt. Die Anzahl der freien P arameter f

•

ur die Ko v arianzmatrix

k ann reduziert w erden, indem b eim Sc h

•

atzen dieser lediglic h Korrelationen v on Pixeln mit Pixeln

seiner Nac h barsc haft b etrac h tet w erden. Daraus resultiert eine b esondere Struktur v on � bzw.

�

� 1

. Eine w eitere M

•

oglic hk eit zur Mo dellv ereinfac h ung ergibt sic h dadurc h, nic h t mit dic h ten-
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und klassensp ezi�sc hen V arianzen zu arb eiten, sondern lediglic h mit klassensp ezi�sc hen o der sogar

mit n ur einer globalen V arianz. Dieses V orgehen wird im folgenden mit V arianzp o oling b ezeic hnet.

Somit ergibt sic h folgende sc hritt w eise V ereinfac h ung:

p ( x j k )

M odell

=

I

k

X

i =1

c

k i

� N ( x j �

k i

; �

k i

) (2.24)

!

I

k

X

i =1

c

k i

� N ( x j �

k i

; �

2

k i

) (2.25)

!

I

k

X

i =1

c

k i

� N ( x j �

k i

; �

2

k

) ; d.h. �

2

k i

= �

2

k

8 i = 1 ; : : : ; I

k

(2.26)

!

I

k

X

i =1

c

k i

� N ( x j �

k i

; �

2

) ; d.h. �

2

k i

= �

2

8 k = 1 ; : : : ; K ; 8 i = 1 ; : : : ; I

k

(2.27)

Sc hritt (2.25) stellt den

•

Ub ergang zu diagonalen Ko v arianzmatrizen dar, d.h. zu v oneinander un-

abh

•

angigen Merkmalen. Sc hritt (2.26) b edeutet den Einsatz v on klassensp ezi�sc hem V arianzp o o-

ling und sc hlie�lic h Sc hritt (2.27) den Einsatz v on globalem V arianzp o oling.

Anmerkung: Im F alle eines global gep o olten V arianzv ektors �

2

2 I R

D

en tsteh t b ei v or dem T raining

durc hgef

•

uhrter Whitening-T ransformation (siehe Absc hnitt 2.5.3, hinreic hend ist die Diagonalisie-

rung der within-class-scatter-Matrix S

w

) f

•

ur Einzelv erteilungen k ein Informationsv erlust, da der

gep o olte V arianzv ektor �

2

genau den Diagonalenein tr

•

agen v on S

w

en tspric h t.

2.4.2 Kernel Densities

Eine w eitere M

•

oglic hk eit, p ( x j k ) zu mo dellieren, sind Kernel Densities (auc h Parzen Densities o der

Parzen windows [25 , S. 82�]). Prinzipiell wird p ( x j k ) als Misc h v erteilung v on N

k

vielen Einzelv ertei-

lungen '

k

( x ) mo delliert, d.h. jedes T rainingsdatum x

nk

; n = 1 ; : : : ; N

k

aus Klasse k de�niert eine

Einzelv erteilung. Es en tsteh t eine Art

'

v ersc hmiertes ` Histogramm. Als Einzelv erteilung k

•

onnen

b eispielsw eise m ultiv ariate Normalv erteilungen mit unabh

•

angigen Komp onen ten, d.h. Dic h ten mit

Mittelw erten x

nk

2 I R

D

und klassensp ezi�sc her V arianz �

2

k

2 I R

D

v erw endet w erden. Somit ergibt

sic h

p ( x j k )

M odell

=

1

N

k

N

k

X

n =1

'

k

( x � x

nk

) , w ob ei (2.28)

'

k

( x ) =

D

Y

d =1

1

p

2 � �

2

k d

exp

"

�

1

2

�

x

d

�

k d

�

2

#

; x = ( x

1

; : : : ; x

D

) 2 I R

D

(2.29)

Bei der Implemen tierung innerhalb dieser Arb eit wurde auc h hier globales V arianzp o oling b en utzt,

d.h. �

2

k

= �

2

8 k = 1 ; : : : ; K .



24 KAPITEL 2. ST A TISTISCHE KLASSIFIKA TION V ON EINZELOBJEKTEN

2.4.3 Nearest Neigh b our En tsc heidungsregel

Die ne ar est neighb our de cision rule o der kurz NN-Regel k ann als Sonderfall v on Kernel Densities

hergeleitet w erden, indem in (2.28) mit Maxim um-Appro ximation statt der Summe gearb eitet

wird [25 , S.85�]. In der v orliegenden Arb eit wird zus

•

atzlic h mit unabh

•

angigen Komp onen ten und

k onstan ter V arianz gearb eitet, d.h. � = I . Es wird diejenige Klasse gew

•

ahlt, zu w elc her der dem

T estdatum x 2 I R

D

n

•

ac hste Nac h bar aus den T rainingsdaten x

nk

geh

•

ort.

r ( x ) =

argmin

k

(

min

n =1 ;::: ;N

k

jj x � x

nk

jj

)

(2.30)

Als Abstandsma� k ann b eispielsw eise die Euklidisc he Distanz jj : jj

2

gew

•

ahlt w erden.

2.5 Merkmalsreduktion

Ziel der Merkmalsreduktion soll es sein, die Anzahl der Merkmale und damit die Anzahl der zu

sc h

•

atzenden V erteilungsparameter

'

sinn v oll ` zu v erringern, d.h. derart, da� f

•

ur die Daten

'

t ypi-

sc he ` Eigensc haften im reduzierten Datenmaterial erhalten bleib en. Motiv ation hierb ei ist die in

Absc hnitt 2.4.1 dargestellte Not w endigk eit, die Anzahl der V erteilungsparameter im statistisc hen

Mo dell zu v erringern. Die Merkmalsreduktion ist hierb ei einer v on drei in dieser Arb eit diskutier-

ten Punkten (siehe Seite 20).

Betrac h tet man die Ba yes 'sc he En tsc heidungsregel, sind b eispielsw eise die p osterior-W ahrsc hein-

lic hk eiten p ( k j x ) ; k = 1 ; : : : ; K hinreic hend, um eine optimale En tsc heidung zu tre�en. Hier reic hen

also statt D Merkmalen K (bzw. K � 1, da

P

K

k =1

p ( k j x ) = 1) Merkmale aus. Allerdings sind diese

W ahrsc heinlic hk eiten in der Realit

•

at un b ek ann t.

Prinzipiell m u� stets da v on ausgegangen w erden, da� durc h die Reduktion v on D ein Informa-

tionsv erlust ein tritt, d.h. die p oten tielle Erk enn ungsleistung v erringert wird [25 , S. 129]. Es ist

also ein Mittelw eg zwisc hen Informationsv erlust (sink ende theoretisc he Erk enn ungsleistung) und

dadurc h v erb esserter P arametersc h

•

atzung im statistisc hen Mo dell (steigende Erk enn ungsleistung

durc h b essere Appro ximation) zu �nden.

2.5.1 Die Karh unen-Lo � ev e-T ransformation (KL T)

Ansatz der Karh unen-Lo � ev e-T ransformation (auc h Hauptk omp onen tenanalyse, engl. principal com-

p onen t analysis, PCA) ist es, f

•

ur eine Menge v on V ektoren, v on der eine Stic hprob e x

1

; : : : ; x

N

2

I R

D

gegeb en ist, eine Darstellung mit w eniger Komp onen ten zu �nden, so da� der ein treten-

de Informationsv erlust m

•

oglic hst gering ist. F olgende Darstellung ist [34 , S. 114�], en tnommen.

Der Informationsv erlust b eim

•

Ub ergang v on x 2 I R

D

zu einem reduzierten Merkmalsv ektor y =

( y

1

; : : : ; y

d

) 2 I R

d

wird hierb ei als quadrierter Rek onstruktionsfehler � ( ~ x ) gemessen, w ob ei ~x 2 I R

D

der aus y rek onstruierte V ektor ist.
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Sei � eine Matrix, deren Zeilen v ektoren �

i

eine Orthonormalbasis v on I R

D

bilden. Dann ergeb en

sic h f

•

ur einen Merkmalsv ektor x , dessen Reduktion y = ( y

1

; : : : ; y

d

) mit y

i

= �

T

i

� x , den aus y rek on-

struierten Merkmalsv ektor ~x 2 I R

D

und den b ei der Reduktion auftretenden Repr

•

asen tationsfehler

� ( ~ x ) die Darstellungen

x =

D

X

i =1

y

i

�

i

~x =

d

X

i =1

y

i

�

i

(2.31)

� ( ~ x ) = jj x � ~x jj

2

= jj

D

X

i = d +1

y

i

�

i

jj

2

(2.32)

Ziel ist es n un, � f

•

ur ein d � D derart zu b estimmen, da� die Summe aller Repr

•

asen tationsfehler

N

X

n =1

� ( ~ x

n

) (2.33)

minimiert wird. Statt Ausdruc k (2.33) wird im folgenden der Erw artungsw ert des Repr

•

asen tati-

onsfehlers �

d

:= E ( � ( ~ x )) b etrac h tet und dieser minimiert.

�

d

= E ( � ( ~ x )) = E

�

jj x � ~x jj

2

�

= E

 

jj

D

X

i = d +1

y

i

�

i

jj

2

!

=

D

X

d =1

�

T

i

E ( x x

T

)

| {z }

=: S

�

i

(2.34)

Die Matrix S k ann aus den T rainingsdaten f x

n

g ; n = 1 ; : : : N gesc h

•

atzt w erden, und zw ar als

die empirisc he Ko v arianzmatrix (siehe hierzu auc h die Erl

•

auterungen zur Maxim um-Lik eliho o d-

Sc h

•

atzung in Absc hnitt 2.4.1):

^

S =

1

N

N

X

n =1

( x

n

� � )( x

n

� � )

T

, w ob ei � =

1

N

N

X

n =1

x

n

(2.35)

Nac h Bestimm ung der Eigen w erte �

1

; : : : ; �

D

v on S (bzw. v on Sc h

•

atzer

^

S ) ergibt sic h f

•

ur S die

Darstellung

S = �

T

�� ; � =

0

B

B

@

�

1

0

.

.

.

0 �

D

1

C

C

A

(2.36)

Das Einsetzen in Gleic h ung (2.34) ergibt f

•

ur den Rek onstruktionsfehler

�

d

=

D

X

i = d +1

�

T

i

S �

i

=

D

X

i = d +1

�

T

i

�

T

�� �

i

� O r thonor malsy stem

=

D

X

i = d +1

e

T

i

S e

i

=

D

X

i = d +1

�

i

(2.37)

w ob ei e

i

der i -te Basisv ektor der k anonisc hen Basis v on I R

D

ist. Demnac h wird �

d

minimal, falls

zur Konstruktion v on ~x die Eigen v ektoren zu den d gr

•

o�ten Eigen w erten v on S (bzw. Sc h

•

atzer

^

S )

v erw endet w erden, d.h. es �ndet maximale V arianzerhaltung statt. Die durc h die T ransformation
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y = � x b ewirkte Pro jektion auf die Ac hsen en tlang der V arianzen �

i

b ewirkt ferner, da� die Kom-

p onen ten der resultierenden Merkmalsv ektoren y = ( y

1

; : : : ; y

D

) bzw. ~y = ( y

1

; : : : ; y

d

) unk orreliert

sind, d.h. die Ko v arianzmatrix � der transformierten Daten ist diagonal.

Erinnert man sic h an die Motiv ation zur Merkmalsreduktion, n

•

amlic h die En tsc h

•

arfung des Sc h

•

atz-

problems f

•

ur die V erteilungsparameter, so hat sic h das Problem in gewissem Sinne v ersc hob en, denn

auc h f

•

ur die KL T ist eine Ko v arianzmatrix

^

S zu sc h

•

atzen. Allerdings ist dies eine Matrix, die aus

allen T rainingsdaten gesc h

•

atzt w erden k ann, w

•

ahrend die dic h tensp ezi�sc hen Ko v arianzmatrizen

f

•

ur hohe Dic h teanzahlen aus n ur sehr w enigen Merkmalsv ektoren gesc h

•

atzt w erden m

•

ussen.

Zu b eac h ten ist, da� an k einer Stelle der KL T die Klassenzugeh

•

origk eit der Merkmalsv ektoren

x

n

2 I R

D

eingeh t, und somit auc h k eine Aussagen

•

ub er die Klassen trenn bark eit der transformier-

ten Daten m

•

oglic h sind. Das Beispiel in Abbildung (2.4) soll die Problematik v erdeutlic hen.

f

f
1

2

x

x2

1

Abbildung 2.4: Da die KL T die Klasseninformation nic h t b er

•

uc ksic h tigt, sind k eine in Be-

zug auf Klassen trenn bark eit optimalen Ergebnisse zu erw arten. In diesem Beispiel geh t das

diskriminativ e Merkmal �

2

(orthogonal zur Ric h tung maximaler V arianz �

1

) b ei Reduktion

auf eine Dimension durc h die KL T v erloren [34 ].

2.5.2 Die Lineare Diskriminanzanalyse (LD A)

W

•

ahrend die im v orherigen Absc hnitt dargestellte KL T die Klassenzugeh

•

origk eit nic h t b er

•

uc k-

sic h tigt (und dadurc h Probleme wie das in Abbildung 2.4 dargestellte auftreten k

•

onnen), ist das

Ziel der Linearen Diskriminanzanalyse, eine lineare T ransformation derart zu b estimmen, da� die

mit ihr reduzierten Merkmalsv ektoren m

•

oglic hst gut separierbar sind, d.h. die Streuung der Daten

innerhalb einer Klasse soll m

•

oglic hst gering sein, w

•

ahrend die Klassenzen tren m

•

oglic hst w eit aus-

einandergezogen w erden. Die folgende Darstellung ist [11 ] en tnommen.
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Zun

•

ac hst sind zur F orm ulierung des Problems geeignete Gr

•

o�en zu b estimmen. Betrac h tet wird

die Zerlegung der empirisc hen Ko v arianzmatrix � aller T rainingsv ektoren, d.h. zun

•

ac hst ohne

Klasseninformation. Die T rainingsdaten seien hierb ei dargestellt als f x

nk

g , n = 1 ; : : : ; N

k

, k =

1 ; : : : ; K .

� =

1

N

X

x

nk

( x

nk

� � )( x

nk

� � )

T

=

1

N

K

X

k =1

N

k

X

n =1

( x

nk

� �

k

+ �

k

� � )( x

nk

� �

k

+ �

k

� � )

T

=

1

N

K

X

k =1

N

k

X

n =1

( x

nk

� �

k

)( x

nk

� �

k

)

T

+

1

N

K

X

k =1

N

k

X

n =1

( �

k

� � )( �

k

� � )

T

=

1

N

K

X

k =1

N

k

X

n =1

( x

nk

� �

k

)( x

nk

� �

k

)

T

| {z }

=: S

w

+

1

N

K

X

k =1

N

k

( �

k

� � )( �

k

� � )

T

| {z }

=: S

b

(2.38)

S

w

wird within-class-sc atter -Matrix o der In traklassen-Streuungsmatrix, S

b

b etwe en-class-sc atter -

Matrix o der In terklassen-Streuungsmatrix genann t. Nun k ann k ann die Wirkungsw eise einer li-

nearen T ransformation W auf S

w

und S

b

b etrac h tet w erden.

W : I R

D

! I R

d

; S

w

W

7! W

T

S

w

W ; S

b

W

7! W

T

S

b

W (2.39)

Ziel ist n un ein m

•

oglic hst gro�es V erh

•

altnis der Streuung zwisc hen den Klassenzen tren zur Streuung

innerhalb jeder Klasse - mit Hilfe v on W :

maximiere J ( W ) =

j W

T

S

b

W j

j W

T

S

w

W j

(2.40)

w ob ei j : j die Determinan te einer Matrix b ezeic hnet. Obiges Optimierungsproblem l

•

a�t sic h umfor-

men auf das Problem, die generalisierten Eigen v ektoren w

i

(Spalten der Matrix W ) zu den gr

•

o�ten

Eigen w erten �

i

der Gleic h ung

S

b

w

i

= �

i

S

w

w

i

, [ S

b

� �

i

S

w

] w

i

= 0 (2.41)

zu �nden. Diese w erden als Nullstellen des c harakteristisc hen P olynoms

det ( S

b

� �S

w

)

!

= 0 (2.42)

und die Eigen v ektorgleic h ung (2.41) f

•

ur Eigen w erte �

i

und zugeh

•

orige Eigen v ektoren w

i

b estimm t.

Es ist zu b eac h ten, da� S

b

durc h die Summe v on K

•

au�eren Pro dukten v on V ektoren ( �

k

� � )

mit sic h selbst en tsteh t. Die Menge aller dieser V ektoren ist linear abh

•

angig, da

N

k

N

( �

k

� � ) =

�

P

k

0

6= k

N

k

0

N

( �

k

0

� � ) gilt. Somit ist der Rang v on S

b

maximal K � 1, d.h. es sind auc h n ur maximal

K � 1 Eigen v ektoren ungleic h Null. Somit f

•

uhrt die LD A auf eine Zieldimension d � K � 1.

Eb enso wie b ei der KL T ergibt sic h auc h hier selbst ein Sc h

•

atzproblem, und zw ar f

•

ur S

w

und S

b

- allerdings gelten die gleic hen einsc hr

•

ank enden Argumen te wie b ei der KL T, da S

w

und S

b

aus

allen T rainingsdaten gesc h

•

atzt w erden k

•

onnen.
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2.5.3 Alternativ e Berec hn ung der LD A: Die Subspace-Metho de

Die L

•

osung des generalisierten Eigen w ertproblems (2.41) gestaltet sic h manc hmal als n umerisc h

sc h wierig. Dud a und Har t geb en in [11 , S. 120] eine w eitere Metho de an, die LD A auszuf

•

uhren.

F alls die within-class-scatter-Matrix S

w

die Einheitsmatrix I ist, sind die Eigen v ektoren in Glei-

c h ungen (2.41) die Eigen v ektoren der Matrix S

b

und ein Erzeugendensystem des v on ( �

k

� � ),

k = 1 ; : : : ; K aufgespann ten Raums. Somit ergibt sic h ein dazu

•

aquiv alen tes Erzeugendensystem

durc h Orthonormalisierung der V ektoren ( �

k

� � ) ; k = 1 ; : : : ; K . Dies wird mittels Singul

•

arw ert-

zerlegung durc hgef

•

uhrt, da dies n umerisc h g

•

unstiger als das Gram-Schmidt -V erfahren ist [29 ,

Kapitel 2].

Im folgenden wird dieses V orgehen als Subsp ac e-Metho de b ezeic hnet.

Die Whitening-T ransformation

Die f

•

ur die Durc hf

•

uhrung der Subspace-Metho de not w endige V oraussetzung S

w

= I wird mit

Hilfe der Whitening-T r ansformation hergestellt. Hierzu wird S

w

einer Hauptac hsen transformation

un terw orfen (siehe Absc hnitt 2.5.1, ohne Dimensionsreduktion) und nac h der Diagonalisierung

mittels Normierung der Eigen v ektoren �

i

mit dem F aktor 1 =

p

�

i

, w ob ei �

i

der zu �

i

geh

•

orende

Eigen w ert ist, in die Einheitsmatrix I transformiert. F

•

ur die mit der Whitening-T ransformation

transformierten T rainingsdaten f x

nk

; n = 1 ; : : : ; N

k

; k = 1 ; : : : K g gilt demnac h

S

w

=

1

N

X

x

nk

( x

nk

� �

k

)( x

nk

� �

k

)

T

= I

2.5.4 Flexible W ahl der Zieldimension der LD A

Mit der LD A k ann eine Merkmalsreduktion auf maximal K � 1 Merkmale durc hgef

•

uhrt w erden.

Eine geringere Zieldimension k ann dadurc h erzeugt w erden, indem analog zum V orgehen b ei der

KL T n ur die gr

•

o�ten 1 � d � K � 1 Eigen v ektoren der L

•

osung v on (2.41) zur Konstruktion der

reduzierten Merkmalsv ektoren b en utzt w erden.

Erw eist sic h die durc h die LD A v orgenommene Reduktion v on D auf d � K � 1 Merkmale als zu

ho c h, d.h. die Erk enn ungsleistung ist durc h zu hohen Informationsv erlust zu stark herabgesetzt,

k ann diese Limitierung durc h die V erw endung v on Pseudoklassen umgangen w erden.

Hierb ei wird auf den T rainingsdaten zun

•

ac hst ein an das EM-T raining angelehn ter Clustering-

Algorithm us ausgef

•

uhrt (siehe Absc hnitt 2.4.1), mit dem die einzelnen Klassen feiner di�erenziert

w erden. Bei c Clustern pro Klasse ergibt dies c � K viele Pseudoklassen. Wird die LD A auf die

in Pseudoklassen un terteilten T rainingsv ektoren angew endet, k ann eine T ransformationsmatrix W

erhalten w erden, die eine Reduktion auf maximal c � K � 1 Merkmale erlaubt. Durc h W ahl v on c

und die Ben utzung v on ggf. w eniger Eigen v ektoren v on W k ann so eine v ariable Zieldimension f

•

ur

die Merkmalsv ektoren erreic h t w erden.
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2.6 Erzeugung virtueller Daten

Neb en der V ereinfac h ung des statistisc hen Mo dells und der Reduktion der Merkmalsanzahl ist

die Erzeugung virtueller Daten eine dritte M

•

oglic hk eit, die V erteilungsparameter zuv erl

•

assiger zu

sc h

•

atzen (siehe Seite 20).

Hierzu ist a-priori-Wissen

•

ub er das Datenmaterial not w endig: Gesuc h t sind T ransformationen

T : I R

D

! I R

D

, w elc he die Klasseninformation eines Merkmalsv ektors x 2 I R

D

nic h t v er

•

andern,

und t ypisc he, d.h. im Datenmaterial auftretende, V ariationen mo dellieren. Bei allgemeinen Bildern

k ann dies z.B. die Menge aller a�nen T ransformationen sein. Bei der Klassi�k ation v on Zi�ern

m u� b eac h tet w erden, da� durc h die T oleranz b eliebiger Rotationen Sec hsen und Neunen v erw ec h-

selt w erden, d.h. die Klassenzugeh

•

origk eit ist in diesem F all nic h t v ollst

•

andig in v arian t gegen

•

ub er

Rotation.

2.6.1 V ervielfac h ung der T rainingsdaten

Die V ervielfac h ung der T rainingsdaten b eein
u�t an zw ei Stellen das Erk enn ungssystem: Zum

einen wirkt sic h diese Ma�nahme p ositiv auf die Sc h

•

atzung der V erteilungsparameter p ( x j k ) im

EM-T raining aus. Aufgrund einer geringen Lernstic hprob e w erden gerade die V arianzen oft zu klein

gesc h

•

atzt [25 , S.54]. Virtuelle T rainingsdaten k ommen ferner der Merkmalsreduktion zugute, da

durc h die h

•

ohere Anzahl v on Referenzen auc h die Ko v arianzmatrix b ei der KL T bzw. b et w een-class-

scatter S

b

und within-class-scatter S

w

b ei der LD A (und der Subspace-Metho de) b esser gesc h

•

atzt

w erden k

•

onnen (v ergleic he Absc hnitt 2.7.1).

2.6.2 V ervielfac h ung der T estdaten

Die V ervielfac h ung der T estdaten geh t erst b ei der En tsc heidung des Klassi�k ators ein, d.h. Merk-

malsreduktion und T raining der V erteilungsparameter laufen da v on un b eein
u�t ab. Bei Bildung

der En tsc heidung

r : x 7! f 1 : : : K g (2.43)

w erden dem Klassi�k ator n un statt eines V ektors x mehrere V ektoren x

1

; : : : ; x

t

pr

•

asen tiert, und

dessen En tsc heidungen r ( x

1

) ; : : : ; r ( x

t

) zu einer �nalen k om biniert. Dies soll durc h eine F unktion

g erfolgen, die neue En tsc heidungsregel f

•

ur T estdatum x (hin ter dem sic h die aus ihm gew onnenen

V ektoren x

1

; : : : ; x

t

v erb ergen) soll mit r

0

( x ) b ezeic hnet w erden:

x

T

7! f x

1

; : : : ; x

t

g (2.44)

r

0

( x ) = g ( r ( x

1

) ; : : : ; r ( x

t

)) (2.45)

Dieses V orgehen wird in [7] un ter der Bezeic hn ung virtual test sample Metho de (kurz VTS) dar-

gestellt und orien tiert sic h an

•

Ub erlegungen aus [15 ], w o die Kom binationsm

•

oglic hk eiten v on En t-

sc heidungen un tersc hiedlic her Klassi�k atoren f

•

ur ein T estdatum diskutiert w erden.
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Die En tsc heidung des Klassi�k ators r f

•

ur die aus x mittels T herv orgegangenen Merkmalsv ektoren

x

1

; : : : ; x

t

b erec hnet jew eils die (appro ximierten) W ahrsc heinlic hk eiten p ( k j x

i

) ; k = 1 ; : : : K . Gem

•

a�

der Ba yes 'sc hen En tsc heidungsregel sollte die En tsc heidung folgenderma�en getro�en w erden:

r

0

( x ) =
argmax

k

f p ( k j x

1

; : : : ; x

t

) g (2.46)

V ereinfac hend wird angenommen, da� die Merkmalsv ektoren x

1

; : : : ; x

t

statistisc h unabh

•

angig b e-

obac h tet w erden (w as streng genommen nic h t der F all ist, da die virtuell erzeugten Daten stark

k orreliert sind). F erner k ann angenommen w erden, da� die W ahrsc heinlic hk eit f

•

ur die W ahl einer

der T ransformationen aus T gleic h v erteilt ist, d.h. p ( x

1

) = : : : = p ( x

t

) =

1

t

.

Aus (2.46) ergibt sic h mit obigen Annahmen leic h t die Pr o duktr e gel :

r

0

( x ) =
argmax

k

n

Y

t

i =1

p ( x

i

j k )

o

(2.47)

Informell ausgedr

•

uc kt b edeutet dies, da� diejenige Klasse gew

•

ahlt wird, w elc he die h

•

oc hste W ahr-

sc heinlic hk eit aufw eist, da� alle Merkmalsv ektoren x

1

; : : : ; x

t

aus ihr stammen:

t

Y

i =1

p ( x

i

j k ) ; k = 1 ; : : : ; K

= P (( x

1

2 A

k

) ^ : : : ^ ( x

t

2 A

k

))

M odell

= P ( x 2 A

k

)

Orien tiert man sic h an obiger Darstellung, so ergibt sic h durc h eine andere Sic h t w eise die Summen-

r e gel . Hierb ei wird da v on ausgegangen, da� sic h die Ereignisse ( x

i

2 A

k

) gegenseitig aussc hlie�en

(dies widerspric h t der b ei der Pro duktregel angenommenen statistisc hen Unabh

•

angigk eit). Dies

k ann dadurc h gerec h tfertigt w erden, da� v on den b etrac h teten T ransformationen stets n ur eine

tats

•

ac hlic h auf das T estdatum angew endet wird (ein Bild ist b eispielsw eise n ur in eine v on 8 Ric h-

tungen translatiert). F

•

ur die Summenregel ergibt sic h:

P ( x 2 A

k

)

M odell

= P (( x

1

2 A

k

) _ : : : _ ( x 2 A

k

))

=

1

t

t

X

i =1

p ( x

i

j k ) ; k = 1 ; : : : ; K

r

0

( x ) =
argmax

k

n

X

t

i =1

p ( x

i

j k )

o

(2.48)

In [15 ] wird die Summenregel un ter der (sehr stark en) V oraussetzung, da� sic h die p osterior-

W ahrsc heinlic hk eiten n ur geringf

•

ugig v on den a-priori-Klassen w ahrsc heinlic hk eiten un tersc heiden,

hergeleitet. Motiv ation ist dort die in zahlreic hen Exp erimen ten gemac h te Beobac h tung, da� die

Pro duktregel rec h t sensitiv gegen

•

ub er v ereinzelt auftretenden geringen W ahrsc heinlic hk eiten p ( x

i

j k )

f

•

ur w enige x

i

; i = 1 ; : : : ; t ist. Die Summenregel wirkt hier gl

•

attend und sc hneidet b ei Exp erimen ten

in [15 ] b esser ab.

Bei Majorit

•

atsentscheidung (engl. majority vote de cision ) wird diejenige Klasse ausgew

•

ahlt, der

durc h r die meisten der Merkmalsv ektoren x

1

; : : : ; x

t

zugeordnet w erden.
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�

ik

=

(

1 r ( x

i

) = k

0 r ( x

i

) 6= k

r

0

( x ) =
argmax

k

n

X

t

i =1

�

ik

o

(2.49)

Eine w eitere m

•

oglic he En tsc heidung ist, f

•

ur diejenige Klasse zu en tsc heiden, f

•

ur die einer der

Merkmalsv ektoren x

1

; : : : ; x

t

die h

•

oc hste W ahrsc heinlic hk eit aufw eist. Dies soll mit Maximum-

R e gel b ezeic hnet w erden.

r

0

( x ) =
argmax

k

�

max

i =1 ;::: ;t

f p ( x

i

j k ) g

�

; (2.50)

P ( x 2 A

k

)

M odell

=
max

i =1 ;::: ;t

f P ( x

i

2 A

k

) g

In der Distanzb erec hn ung b ei Einsatz v on Ga uss 'sc hen Misc h v erteilungen ergibt sic h die M

•

oglic h-

k eit, f

•

ur jede Dic h te den g

•

unstigsten Merkmalsv ektor aus x

1

; : : : ; x

t

auszu w

•

ahlen, w as im folgenden

mo di�zierte Distanzr e gel genann t w erden soll.

r

0

( x ) =
argmax

k

(

I

k

X

i =1

c

k i

max

i =1 ;::: ;t

f N ( x

i

j �

k i

; �

k i

) g

)

(2.51)

Bei den in der v orliegenden Arb eit durc hgef

•

uhrten Exp erimen ten sc hnitten Summen- und Pro-

duktregel so wie Ma jorit

•

atsen tsc heidung ohne signi�k an te Un tersc hiede ab, so da� sic h im folgenden

Ergebnisse stets auf die Summenregel b eziehen.

Insgesam t gesehen ist die V ervielfac h ung des Datenmaterials (auf T rainings- und auf T estdatensei-

te) zw ar - wie die erzielten Ergebnisse (siehe en tsprec hende T eile v on Absc hnitt 2.7.1) zeigen - eine

wirksame Metho de, um die Klassi�k ationsleistung zu v erb essern, ist ab er einigen Einsc hr

•

ankungen

un terw orfen: Die V ervielfac h ung k ostet zus

•

atzlic hen Rec henaufw and und Sp eic herplatz. Ein grund-

legenderes Problem ab er ist, da� durc h die explizite Ausf

•

uhrung einer klassenzugeh

•

origk eitserhal-

tenden T ransformation n ur (w enige) Stic hprob en einer sehr gro�en Menge v on Merkmalsv ektoren,

die durc h die b etrac h tete T ransformation en tstehen, erzeugt. Es wird geho�t, da� der Klassi�k ator

die durc h Stic hprob en sic h tbare Wirkungsw eise der T ransformation zu extrahieren und

'

in terp o-

lieren ` lern t.

Die im folgenden Absc hnitt v orgestellte T angen tendistanz v ersuc h t, In v arianz gegen

•

ub er a-priori

b ek ann ten T ransformationen

•

ub er das b ei der Klassi�k ation v erw endete Distanzma� zu erreic hen:

Die Abstandsb erec hn ung zw eier Bilder erfolgt, indem implizit alle T ransformationen auf diese ange-

w endet w erden und aus den Mengen der erzeugten Bilder das zueinander

•

ahnlic hste P aar b etrac h tet

wird. Es stellt sic h ab er heraus, da� die Suc he in der Menge aller aus einem Bild k onstruierbaren

transformierten Bilder nic h t e�zien t durc hf

•

uhrbar ist, w eshalb mit Appro ximationsv erfahren ge-

arb eitet w erden m u�. Deshalb hat auc h b ei der T angen tendistanz die explizite V ervielfac h ung v on

Merkmalsv ektoren zur V erb esserung der Appro ximation eine Existenzb erec h tigung (siehe Abbil-

dung 2.8, Seite 34).
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2.6.3 T angen tendistanz

Motiv ation b ei der Konstruktion der T angen tendistanz ist, a-priori-Wissen

•

ub er V ariabilit

•

at der

Merkmalsv ektoren in das b ei der Klassi�k ation v erw endete Distanzma� zu in tegrieren.

Die b ei Nearest-Neigh b our und Ga uss 'sc hen Misc h v erteilungen v erw endeten Distanzma�e - b eson-

ders der Euklidisc he Abstand jj x � � jj , geringf

•

ugiger auc h der Mahalanobis-Abstand

( x � � )

T

�

� 1

( x � � ) - sind sehr sensitiv gegen

•

ub er visuell rec h t geringen T ransformationen (b ei-

spielsw eise T ranslation), w elc he die Klassenzugeh

•

origk eit nic h t

•

andern.

Die V ariabilit

•

at wird

•

ub er eine T ransformation

t : I R

D

� I R

L

! I R

D

; x 7! t ( x; � ) (2.52)

mit P arametersatz � 2 I R

L

mo delliert, die f

•

ur einen Merkmalsv ektor x 2 R

D

eine Mannigfaltigk eit

M

x

:=

�

t ( x; � ) ; � 2 I R

L

	

(2.53)

erzeugt. Bei der Distanzb erec hn ung zwisc hen zw ei V ektoren x 2 I R

D

und � 2 I R

D

wird n un die

Distanz der zueinander n

•

ac hsten Repr

•

asen tan ten der jew eiligen Mannigfaltigk eit b etrac h tet:

d

M

( x; � ) :=

min

�

x

;�

�

fjj t ( x; �

x

) � t ( �; �

�

) jjg (2.54)

Nun ist zu kl

•

aren, wie t : I R

D

� I R

L

! I R

D

sinn v oll gew

•

ahlt wird, d.h. w elc he T ransformationen f

•

ur

das Datenmaterial c harakteristisc h sind. Dies wird sp

•

ater motiviert. Ein b edeutend gra vierenderes

Problem ist die Berec hn ung v on (2.54), da dies ein sc h w eres nic h tlineares Optimierungsproblem ist.

In [35 ] wird daher v orgesc hlagen, die nic h tlinearen Mannigfaltigk eiten M

x

linear zu appro ximie-

ren. Dies hat neb en der n un einfac hen L

•

osung des Optimierungsproblems (2.54) den Neb ene�ekt,

da� das en tstehende Distanzma� zw ar lok al, ab er nic h t mehr global in v arian t ist, w as b ei einigen

T ransformationen durc haus erw

•

unsc h t ist, et w a b ei der Rotation, die zu der sc hon erw

•

ahn ten V er-

w ec hslungsgefahr v on Sec hsen und Neunen f

•

uhrt. Eine Lineare Appro ximation f

•

ur M

x

ergibt sic h

durc h

^

M

x

=

(

x +

L

X

l =1

�

l

� x

l

: � 2 I R

L

)

(2.55)

w ob ei f x

l

2 I R

D

; l = 1 ; : : : L g ein Erzeugendensystem f

•

ur die T angen tialeb ene v on M

x

im Punkt

x 2 I R

D

ist.

In dieser Arb eit wird lediglic h die Mannigfaltigk eit einer Referenz � b ei der Distanzb erec hn ung

b etrac h tet. Detailliertere Betrac h tungen b e�nden sic h in [14 ]. F

•

ur das Distanzma� gem

•

a� (2.54)

ergibt sic h somit die T angen tendistanz

d

t

( x; � ) =

min

� 2 I R

L

(

jj x � ( � +

L

X

l =1

�

l

� �

l

) jj

)

(2.56)

Eine sc hematisc he Darstellung der un tersc hiedlic hen Distanzma�e ist in Abbildung 2.5 dargestellt.
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dEuklid

dt

dM

M
^M

x

m
m

m

Abbildung 2.5: Sc hematisc he Darstellung v on Mannigfaltigk eits-Distanz d

M

(einseitig), T an-

gen tendistanz d

t

(einseitig) und Euklidisc her Distanz d

Euklid

zwisc hen den Merkmalsv ekto-

ren x und �

Als Menge c harakteristisc her T ransformationen f

•

ur das Datenmaterial wird die Menge der a�nen

Abbildungen gew

•

ahlt. Durc h diese en tstehende T ransformationen v on Ko ordinatenpaaren ( t; s )

lassen sic h durc h die Gleic h ung

 

t

0

s

0

!

=

 

1 + a b

c 1 + d

!  

t

s

!

+

 

e

f

!

(2.57)

b esc hreib en. Im folgenden wird ein Erzeugendensystem f

•

ur die Menge der a�nen Abbildungen und

die sic h daraus ergeb enden Di�erenzenquotien ten der Grau w ertfunktion I eines Bildes b etrac h tet,

um die T angen ten v ektoren zu b erec hnen. Dies ist [37 ] en tnommen.

1. Horizon tale V ersc hiebung:

a = b = c = d = f = 0 ; t

0

= t + e; s

0

= s

x

1

( t; s ) =

lim

e ! 0

I ( t + e; s ) � I ( t; s )

e

(2.58)

2. V ertik ale V ersc hiebung:

a = b = c = d = e = 0 ; t

0

= t; s

0

= s + f

x

2

( t; s ) =

lim

f ! 0

I ( t; s + f ) � I ( t; s )

f

(2.59)

3. Rotation:

a = d = e = f = 0 ; b = � c; t

0

= t + bs; s

0

= s � bt

x

3

( t; s ) =

lim

b ! 0

I ( t + bs; s � bt ) � I ( t; s )

b

=

lim

b ! 0

I ( t + bs; s � bt ) � I ( t; s � bt )

b

+

lim

b ! 0

I ( t; s � bt ) � I ( t; s )

b

= sx

1

( t; s ) � tx

2

( t; s ) (2.60)
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Abbildung 2.6: Visualisierung der T angen ten v ektoren f

•

ur einige USPS-T rainingsdaten. Bei

jedem V ektor wurde dessen W erteb ereic h auf 0 bis 255 gespreizt.

4. Sk alierung:

b = c = e = f = 0 ; a = d; t

0

= t + at; s

0

= s + as

x

4

( t; s ) =

lim

a ! 0

I ( t + at; s + as ) � I ( t; s )

a

= tx

1

( t; s ) + sx

2

( t; s ) (2.61)

5. Ac hsendeformation:

a = d = e = f = 0 ; b = c; t

0

= t + cs; s

0

= ct + s

x

5

( t; s ) =

lim

c ! 0

I ( t + cs; s + ct ) � I ( t; s )

c

= sx

1

( t; s ) + tx

2

( t; s ) (2.62)

6. Diagonale Ac hsendeformation:

b = c = e = f = 0 ; a = � d; t

0

= t + dt; s

0

= s � ds

x

6

( t; s ) =

lim

d ! 0

I ( t + dt; s � ds ) � I ( t; s )

d

= tx

1

( t; s ) � sx

2

( t; s ) (2.63)

Die T angen ten v ektoren x

1

; : : : ; x

6

lassen sic h demnac h als ortsabh

•

angige Lineark om bination der

Ric h tungsableitungen des Bildes I in x- und y-Ric h tung b erec hnen.

Nic h t in den a�nen T ransformationen en thalten, ab er f

•

ur die Mo dellierung der V ariabilit

•

at in

OCR-Daten in teressan t, ist die Stric hdic k e, die als sieb en te T ransformation hinzugenommen wird.

Diese b erec hnet sic h als der Summe der quadrierten Gradien ten bilder:

7. Stric hdic k e:

x

7

( t; s ) = ( x

1

( t; s ))

2

+ ( x

2

( t; s ))

2

(2.64)
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In Abbildung 2.6 sind die T angen ten v ektoren f

•

ur einige der T rainingsdaten des USPS-Korpus

dargestellt. Die Wirkungsw eise der T angen tenappro ximation ist in Abbildung 2.7 dargestellt. Die

Zi�ern des USPS-T rainingsk orpus sind gem

•

a� Gleic h ung (2.55) v ariiert.

Abbildung 2.7: Beispiele f

•

ur V ariationen v on USPS-Zi�ern mit Hilfe der T angen tenappro-

ximation. Links jew eils das Original, in den folgenden Spalten jew eils V ariation in negativ e

und p ositiv e Ric h tung der T angen ten f

•

ur horizon tale T ranslation, v ertik ale T ranslation, Ro-

tation, Sk alierung, Ac hsendeformation, diagonale Ac hsendeformation und Stric hdic k e. Als

V orfaktoren f

•

ur die T angen ten in (2.55) wurde b ei den T ranslationen -0.5, 0.5, b ei den

•

ubri-

gen -0.2, 0.2 v erw endet.

Zur Berec hn ung der Ric h tungsableitungen w erden in dieser Arb eit die Sob el-Kan ten�lter v erw en-

det, die auf einem Grau w ertbild einen geric h teten Gradien ten und eine Gau�-Gl

•

attung durc hf

•

uhren

[18 , S.213]. Dies gesc hieh t durc h An w endung folgender Filter-T emplates:

S

x

=

1 0 -1

2 0 -2

1 0 -1

S

y

=

1 2 1

0 0 0

-1 -2 -1

Da durc h die lineare Appro ximation

^

M

x

Genauigk eit v erlorengeh t, insb esondere mit steigender

En tfern ung v on x , k ann auc h hier die T rainingsdaten v ervielfac h ung angew endet w erden, um die

Mannigfaltigk eit M

x

b esser zu appro ximieren. Abbildung 2.8 v eransc haulic h t sc hematisc h die Wir-

kungsw eise.

2.6.4 Sc h

•

atzung tangen ten

•

ahnlic her V ektoren

Die im v orherigen Absc hnitt v orgestellten T angen ten v ektoren mo dellieren zul

•

assige T ransforma-

tionen v on Bilddaten, die durc h a-priori-Wissen gerec h tfertigt w erden. In diesem Absc hnitt soll

un tersuc h t w erden, wie sic h

'

t ypisc he ` V ariationen allein aus dem v orhandenen Datenmaterial er-

mitteln lassen. Der Ansatzpunkt hierb ei ist die in Absc hnitt 2.5.1 v orgestellte PCA. Wie b ereits

b esc hrieb en, spiegeln die Eigen v ektoren der Ko v arianzmatrix � en tsprec hend der Gr

•

o�e ihres zu-

geh

•

origen Eigen w ertes Ric h tungen un tersc hiedlic h gro�er V arianz wider. Das legt nahe, die ersten
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Abbildung 2.8: Die explizite Erzeugung der virtuellen Daten t ( x; �

1

) und t ( x; �

2

) zu Datum

x b ewirkt eine b essere Appro ximation der Mannigfaltigk eit M

x

.

L Eigen v ektoren jeder klassensp ezi�sc hen Ko v arianzmatrix als klassensp ezi�sc he

'

T angen ten v ek-

toren ` zu b en utzen, die auf die Mittelw ertv ektoren der jew eiligen Klasse wirk en. Eine genaue Her-

leitung k ann in [14 , Kapitel 5.1.2] nac hgelesen w erden.

•

Ahnlic h wie b ei der T angen tendistanz in

(2.56) ergibt sic h hier

d

t

( x; �

k

) =

min

� 2 I R

L

(

jj x � ( �

k

+

L

X

l =1

�

l

� �

k l

) jj

)

; (2.65)

w ob ei �

k

=

1

N

k

P

N

k

n =1

x

nk

der klassen b ezogene (empirisc he) Mittelw ert ist und der V ektor �

k l

der

Eigen v ektor zu Eigen w ert �

l

der klassensp ezi�sc hen (empirisc hen) Ko v arianzmatrix �

k

. Die Ei-

gen w erte �

l

seien dab ei absteigend sortiert, d.h. �

1

� : : : � �

D

.

Um feinere Di�erenzierungen v ornehmen zu k

•

onnen, k ann wieder mit Pseudoklassen gearb eitet w er-

den, d.h. man erh

•

alt einen Protot yp-V ektor pro Cluster und b erec hnet die Eigen v ektoren jew eils

aus der clustersp ezi�sc hen Ko v arianzmatrix. In Abbildung 2.9 sind die aus den clustersp ezi�sc hen

Ko v arianzmatrizen b erec hneten V ektoren f

•

ur 20 Pseudoklassen auf dem USPS-T rainingsk orpus

dargestellt.

In teressan ten w eise stellt die Motiv ation dieses Ansatzes das Gegen teil derjenigen b ei der Karh unen-

Lo � ev e-T ransformation dar, falls man lediglic h eine Klasse b etrac h tet. Auftretende Distanzen in

Ric h tung der dominierenden V ariabilit

•

at w erden b ei Distanzma� (2.65) v ernac hl

•

assigt, statt dessen

mi�t man den Abstand eines V ektors v on der Mannigfaltigk eit

'

t ypisc her ` - w eil h

•

au�g auftreten-

der - T ransformationen. Die Distanzb erec hn ung f

•

ur KL-transformierte Daten mi�t den Abstand

in der Mannigfaltigk eit, also den orthogonalen An teil. Abbildung 2.10 stellt diese Beobac h tung

sc hematisc h dar. In [21 ] w erden die Distanzma�e mit DIFS (distance in feature space) und DFFS

(distance from feature space) b ezeic hnet.
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Abbildung 2.9: Aus den klassensp ezi�sc hen Ko v arianzmatrizen b erec hnete Eigen v ektoren

f

•

ur 20 Pseudoklassen auf dem USPS-T rainingsk orpus. Ganz links jew eils der Mittelw ert der

Pseudoklasse.

DFFS

DIFS

x

m

IRD

IRd

Abbildung 2.10: V ergleic h v on tangen ten

•

ahnlic hem Distanzma� und der Distanz KL-

reduzierter Daten. Die Distanz im reduzierten Merkmalsraum (DIFS) und die Distanz zum

reduzierten Merkmalsraum (DFFS) zerlegen den Abstand v on x und � in die L

•

angen zw eier

zueinander orthogonaler V ektoren. V ergleic he auc h [21 ].

2.7 Ergebnisse und Diskussion

Zur Un termauerung der bisher dargestellten Betrac h tungen wurden auf dem USPS-Korpus v er-

sc hiedene Exp erimen te durc hgef

•

uhrt, die im folgenden dargestellt und k ommen tiert w erden sollen.

2.7.1 Durc hgef

•

uhrte Exp erimen te

Zus

•

atzlic h zu den in v ersc hiedenen Quellen angegeb enen Resultaten wurden zu V ergleic hszw ec k en

eigene V ersuc he durc hgef

•

uhrt. Danac h w erden die mit dem auf der Ba yes 'sc hen En tsc heidungsre-

gel und Ga uss 'sc hen Misc h v erteilungen basierenden statistisc hen Klassi�k ator erzielten Resultate
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v orgestellt.

V ergleic hsergebnisse aus eigenen Exp erimen ten

Zu V ergleic hszw ec k en wurden folgende Klassi�k atoren implemen tiert und getestet:

1. Nearest Neigh b our mit Euklidisc hem Distanzma� (siehe Absc hnitt 2.4.3). Die erzielten Er-

gebnisse sind in T ab elle 2.2 dargestellt.

2. Kernel-Densities-basierter Klassi�k ator (siehe Absc hnitt 2.4.2). Die erzielten Ergebnisse sind

in T ab elle 2.3 dargestellt.

3. T angen tendistanz-basierter Nearest Neigh b our f

•

ur a-priori T angen ten (siehe Absc hnitt 2.6.3,

Appro ximation der Mannigfaltigk eit n ur auf Seite der Referenzen). Die erzielten Ergebnisse

sind in T ab elle 2.4 dargestellt.

4. T angen tendistanz-basierter Nearest Neigh b our f

•

ur aus klassensp ezi�sc hen Ko v arianzmatrizen

gesc h

•

atzte T angen ten v ektoren (siehe Absc hnitt 2.6.4)

T ab elle 2.2: F ehlerrate des Nearest-Neigh b our-Klassi�k ators (Euklidisc he Distanz) auf USPS

in Abh

•

anigigk eit v on T rainings- und T estdaten v ervielfac h ung, k eine Dimensionsreduktion.

T estdaten

einfac h neunfac h

einfac h (16x16) 5.6 4.7

T rainingsdaten

neunfac h (18x18) 4.6 4.3

T ab elle 2.3: F ehlerrate des Kernel-Densities-Klassi�k ators (globale V arianz) auf USPS in

Abh

•

anigigk eit v on T rainings- und T estdaten v ervielfac h ung, k eine Dimensionsreduktion

T estdaten

einfac h neunfac h

einfac h (16x16) 5.5 4.5

T rainingsdaten

neunfac h (18x18) 4.5 4.2

T ab elle 2.4: F ehlerraten des Nearest-Neigh b our-Klassi�k ators (T angen tendistanz) auf USPS

in Abh

•

angigk eit der T rainingsdaten v ervielfac h ung. Die Berec hn ung der T angen tenmannig-

faltigk eit �ndet n ur auf Seite der Referenzen statt. Ergebnisse f

•

ur einfac he T estdaten.

F ehlerrate

einfac h (16x16) 3.9

T rainingsdaten

f

•

un�ac h (18x18) 3.6
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T ab elle 2.5: F ehlerraten des Nearest-Neigh b our-Klassi�k ators (DFFS) auf USPS in

Abh

•

angigk eit der Anzahl der Cluster der T rainingsdaten. Ergebnisse f

•

ur einfac he T estdaten.

T rainingsdaten F ehlerrate

orig 20 40 80

einfac h (16x16) 5.3 4.5 4.4 4.5

f

•

un�ac h (18x18) 5.9 5.2 4.4 3.8

neunfac h (18x18) 5.8 5.0 4.3 4.0

Diese V ergleic hsergebnisse sollen helfen, die mit dem statistisc hen Klassi�k ator, basierend auf der

Ba yes 'sc hen En tsc heidungsregel und Ga u� 'sc hen Misc h v erteilungen, erzielten Resultate einzu-

ordnen. Diese Ergebnisse w erden im folgenden dargestellt und diskutiert.

Anmerkung zur Besc hr

•

ankung auf V arianzen

Der

•

Ub ergang v om Sc h

•

atzen v oller Ko v arianzmatrizen �

k i

zum Sc h

•

atzen v on V arianzen �

2

k i

(den

Diagonalelemen ten v on �

k i

) stellt den ersten Sc hritt der V ereinfac h ung des Mo dells f

•

ur p ( x j k ) dar

(siehe Absc hnitt 2.4.1).

Bei der Implemen tierung des statistisc hen Klassi�k ators wurde auf die Ben utzung v on v ollen Ko v a-

rianzmatrizen generell v erzic h tet. Wie in Absc hnitt 2.4.1 b ereits dargestellt, erfordert die Sc h

•

atzung

einer v ollen, invertierb ar en Ko v arianzmatrix �

k i

der Dimension D � D mindestens D , in der Praxis

b esser 10 � D bis 100 � D viele Beobac h tungen, w o durc h aus dem USPS-T rainingsk orpus viel zu w e-

nige Dic h ten sc h

•

atzbar w

•

aren. F

•

ur das v olle statistisc he Mo dell liegen desw egen k eine Ergebnisse

v or, im Zuge w eitergehender Un tersuc h ungen soll dies jedo c h nac hgeholt w erden, insb esondere f

•

ur

merkmalsreduzierte Daten.

Wirksamk eit der Merkmalsreduktion

Durc h die Merkmalsreduktion (siehe Absc hnitt 2.5) ergibt sic h ein T rade-o� zwisc hen Informati-

onsv erlust (und damit V erringerung der p oten tiellen Erk enn ungsleistung) einerseits und der V er-

b esserung der P arametersc h

•

atzung f

•

ur das statistisc he Mo dell der klassen b edingten W ahrsc hein-

lic hk eiten p ( x j k ) andererseits. Ziel der Exp erimen te ist es, den Einsatz der Merkmalsreduktion zu

rec h tfertigen und eine gute Ab w

•

agung zwisc hen b eiden E�ekten zu b estimmen. Es wurden folgende

Exp erimen te durc hgef

•

uhrt:

� Ben utzung der Karh unen-Lo � ev e-T ransformation (siehe Absc hnitt 2.5.1)

� Ben utzung der LD A (siehe Absc hnitt 2.5.2, L

•

osung eines generalisierten Eigen w ertproblems)

� Ben utzung der Subspace-Metho de (siehe Absc hnitt 2.5.3, L

•

osung eines Eigen w ertproblems)

In den durc hgef

•

uhrten Exp erimen ten erzielten LD A und Subspace-Metho de nahezu iden tisc he Er-

gebnisse, w eshalb im folgenden stets n ur die Ergebnisse f

•

ur LD A-reduzierte Merkmalsv ektoren



40 KAPITEL 2. ST A TISTISCHE KLASSIFIKA TION V ON EINZELOBJEKTEN

angegeb en ist. T ab elle 2.6 gibt eine

•

Ub ersic h t der erzielten F ehlerraten. Auf die T rainingsdaten-

v ervielfac h ung wird in einem eigenen Absc hnitt eingegangen.

T ab elle 2.6: Merkmalsreduktion auf USPS: Erzielte F ehlerraten. Ergebnisse f

•

ur einfac he

T estdaten, globales V arianzp o oling.

T rainingsdaten

Merkmalsreduktion einfac h (16x16) neunfac h (18x18)

k eine 8.2 7.0

KL T, 39 Merkmale 5.6 3.9

LD A, 39 Merkmale 6.9 4.3

0
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keine Merkmalsreduktion
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Abbildung 2.11: Merkmalsreduktion auf USPS: Erzielte F ehlerraten f

•

ur einfac he T rainings-

daten (links, 16x16) und v erneunfac h te T rainingsdaten (rec h ts, 18x18) in Abh

•

angigk eit der

Gesam tanzahl der Dic h ten. Ergebnisse f

•

ur einfac he T estdaten, globales V arianzp o oling.

In teressan terw eise erw eist sic h die KL T in diesem F all gegen

•

ub er der LD A als g

•

unstiger. In [12 ] w er-

den einige Eigensc haften der LD A diskutiert, u.a. da� die Optimalit

•

at im Sinne der Ba yes 'sc hen

En tsc heidungsregel f

•

ur minimale F ehlerrate n ur gilt un ter der V oraussetzung, da� die Klassen

jew eils Ga uss -v erteilt sind und alle Klassen die gleic he Ko v arianzmatrix b esitzen, w as sehr un-

w ahrsc heinlic h ist. F erner zeigt sic h, da� b eim Einsatz v on VTS f

•

ur LD A-reduzierte Daten b essere

Ergebnisse erzielt w erden (siehe T ab elle 2.9).

Es soll dar

•

ub er hinaus festgestellt w erden, w elc he Merkmalsanzahl die b esten Klassi�k ationslei-

stungen erlaubt. Um eine Zieldimension d zu erreic hen, wurden b ei LD A und Subspace-Metho de

zun

•

ac hst Pseudoklassen generiert (falls d � K ). Da der f

•

ur diese Arb eit implemen tierte Clustering-

Algorithm us lediglic h K � 2

c

; c = 1 ; 2 ; : : : Pseudoklassen liefert, wurde ggf. mit Hilfe einer nac h-

gesc halteten LD A eine Reduktion v on K � 2

c

auf K � d < K � 2

c

Merkmale v orgenommen. Die

erzielten F ehlerraten sind in T ab elle 2.12 dargestellt. Bei der KL T w erden f

•

ur 39 Merkmale die

b esten Resultate erzielt (3.9 % F ehlerrate), b ei der LD A ist die g

•

unstigste Zieldimension 34 (4.1%
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F ehlerrate). Die Ab w eic h ung v on der F ehlerrate f

•

ur 39 Merkmale (4.3% F ehlerrate) ist ab er gering

gen ug, um im folgenden stets auf 39 Merkmale reduzierte Daten zu b etrac h ten. Dies en tspric h t der

V erw endung v on 40 Pseudoklassen zur Sc h

•

atzung der LD A.

0
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0 10 20 30 40 50 60 70 80

KLT
LDA

Abbildung 2.12: Merkmalsreduktion auf USPS: Erzielte F ehlerraten f

•

ur v erneunfac h te T rai-

ningsdaten (18x18) in Abh

•

angigk eit der Zieldimension d . Ergebnisse f

•

ur einfac he T estdaten,

globales V arianzp o oling.

Wirksamk eit der Mo dellv ereinfac h ung: V arianzp o oling

Das 'P o olen' v on V arianzen, d.h. der

•

Ub ergang

�

2

k i

! �

2

k

! �

2

ist eine wic h tige Ma�nahme, da der USPS-T rainingsk orpus relativ klein ist und eine geringe Stic h-

prob e die Gefahr birgt, die V arianz zu un tersc h

•

atzen [25 , S.54]. Ziel ist es, eine m

•

oglic hst hohe

Anzahl v on Dic h ten in der Misc h v erteilung zu erreic hen, um die V erteilung p ( x j k ) genauer appro-

ximieren zu k

•

onnen.

T ab elle 2.7 zeigt die erzielten Ergebnisse. Deutlic h erk enn bar erzielt globales P o oling trotz der

damit v erbundenen V ereinfac h ung des Mo dells die b esten Ergebnisse. Im folgenden b eziehen sic h

Ergebnisse daher - so nic h t anders angegeb en - immer auf ein Mo dell mit globalem V arianzp o oling.

Wirksamk eit der T rainingsdaten v ervielfac h ung

Die T rainingsdaten v ervielfac h ung (siehe Absc hnitt 2.6.1) wirkt an mehreren Stellen auf das Erk en-

n ungssystem:

� In der Merkmalsreduktion sind die Matrizen � (f

•

ur die KL T), S

w

und S

b

(f

•

ur die LD A) bzw.

S

w

(f

•

ur die Subspace-Metho de) b esser sc h

•

atzbar.

� Beim EM-T raining der Misc h v erteilungsparameter k

•

onnen mehr Dic h ten gesc h

•

atzt w erden.

Eb enso sind die V arianzen b esser sc h

•

atzbar.
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T ab elle 2.7: V arianzp o oling auf USPS: Erzielte F ehlerraten. Die Daten sind jew eils mittels

LD A auf 39 Merkmale reduziert. Ergebnisse f

•

ur einfac he T estdaten.

T rainingsdaten

V arianzp o oling einfac h (16x16) neunfac h (18x18)

k eins 8.5 5.9

klassensp ezi�sc h 8.3 6.2

global 6.9 4.3

0
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Abbildung 2.13: V arianzp o oling auf USPS: Erzielte F ehlerraten f

•

ur einfac he T rainingsdatan

(links, 16x16) und v erneunfac h te T rainingsdaten (rec h ts, 18x18) in Abh

•

angigk eit der Ge-

sam tanzahl der Dic h ten. Die Daten sind jew eils mittels LD A auf 39 Merkmale reduziert.

Ergebnisse f

•

ur einfac he T estdaten.

� Die Erk enn ung wird zu gewissem Grade in v arian t gegen

•

ub er den b ei der Daten v ervielfac h ung

v erw endeten T ransformationen.

Die Exp erimen te in diesem Absc hnitt sollen zeigen, da� die V ervielfac h ung der T rainingsdaten eine

wirkungsv olle Ma�nahme ist. Als T ransformation zur V ervielfac h ung der Daten wurden T ranslation

und V ariation der Stric hdic k e ausgew

•

ahlt, da sic h diese als f

•

ur den USPS-Korpus v orherrsc hende

V ariabilit

•

aten herausgestellt hab en [14 , Absc hnitt 7.1.3 und S. 99]. Dazu wurden folgende Exp eri-

men te durc hgef

•

uhrt:

1. V ervielfac he die T rainingsdaten durc h T ranslation in v ersc hieden gro�en Nac h barsc haften

2. V ervielfac he die T rainingsdaten durc h eine Kom bination v on T ranslation und Stric hdic k en-

v ariation

Ergebnisse f

•

ur p er T ranslation v erneunfac h te T rainingsdaten b e�nden sic h in T ab elle 2.6.

Die V ariation der Stric hdic k e k ann durc h einen in [18 , Absc hnitt 7.5.5] dargestellten Sk elettie-

rungsalgorithm us erfolgen. Dieser ist allerdings f

•

ur Bin

•

arbilder de�niert. Auf die Einsc hr

•

ankung
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der Klassi�k ationsleistung b eim

•

Ub ergang v on Grau w ertbildern zu Bin

•

arbildern wird in [14 , Ab-

sc hnitt 7.1.4] eingegangen. Deshalb wurde als alternativ e Implemen tierung die Mo di�k ation eines

Merkmalsv ektors durc h Addition bzw. Subtraktion der Stric hdic k en-T angen te (siehe Absc hnitt

2.6.3) gew

•

ahlt.

Eine Kom bination v on T ranslation und Stric hdic k en v ariation (F aktor 9 f

•

ur T ranslation, F aktor 3

f

•

ur Stric hdic k e, also insgesam t V ervielfac h ung um den F aktor 27) ergab k eine V erb esserung der

Ergebnisse, die in T ab elle 2.6 (V erneunfac h ung der T rainingsdaten durc h T ranslation) dargestellt

sind. V ersuc he mit p er geringf

•

ugiger Rotation v ervielfac h ten T rainingsdaten v erliefen eb enfalls er-

folglos.

F erner soll un tersuc h t w erden, an w elc hen Stellen des Erk enn ungssystems die resultierenden Gewin-

ne erzielt w erden, d.h. in wiew eit die V erb esserungen auf die zuv erl

•

assigere Sc h

•

atzung der within-

class-scatter-Matrix S

w

b ei der Subspace-Metho de (siehe Absc hnitt 2.5.3) o der durc h die zuv erl

•

assi-

gere Sc h

•

atzung der V erteilungsparameter im EM-T raining (siehe Absc hnitt 2.4.1) zur

•

uc kzuf

•

uhren

sind. Dazu wurde folgendes V orgehen gew

•

ahlt:

� F

•

uhre die Sc h

•

atzungen im Rahmen der Merkmalsreduktion mit Hilfe v ervielfac h ter T rainings-

daten aus, das T raining der Misc h v erteilungsparameter erfolgt lediglic h anhand der normalen

T estdaten.

� Der umgek ehrte F all: Ben utze die normalen T rainingsdaten zur Berec hn ung der Merkmals-

reduktion, sc h

•

atze die Misc h v erteilungsparameter

•

ub er die v ervielfac h ten T rainingsdaten.

T ab elle 2.8: T rainingsdaten v ervielfac h ung auf USPS: Ein
u� auf die Berec hn ung der Merk-

malsreduktion und die P arametersc h

•

atzung. Die Daten sind jew eils mittels LD A auf 39

Merkmale reduziert. Ergebnisse f

•

ur einfac he T estdaten.

T raining der GMV-P arameter

einfac h (16x16) neunfac h (16x16)

Berec hn ung der einfac h (16x16) 6.9 6.3

Merkmalsextraktion neunfac h (16x16) 5.4 5.0

einfac h (18x18) neunfac h (18x18)

Berec hn ung der einfac h (18x18) 7.4 5.5

Merkmalsextraktion neunfac h (18x18) 5.9 4.3

Die Ergebnisse f

•

ur diese Exp erimen te sind in T ab elle 2.8 dargestellt. Der Ein
u� der T rainingsda-

ten v ervielfac h ung sc hein t demnac h b esonders die Sc h

•

atzung der Merkmalsextraktion zu v erb essern.

Wirksamk eit der T estdaten v ervielfac h ung: VTS

Die Wirksamk eit der V ervielfac h ung v on T estdaten und des Einsatzes der virtual test sample Me-

tho de (VTS) soll durc h Exp erimen te b elegt w erden. Bemerk ensw ert ist, da� alle v orangegangenen
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Sc hritte des Prozesses (Merkmalsreduktion und T raining der V erteilungsparameter) un v er

•

andert

b eib ehalten w erden k

•

onnen. Diese Ma�nahme k ann also - auc h aufgrund der allgemein relativ

geringen Kosten f

•

ur die Klassi�zierung eines V ektors

•

ub er die Ausw ertung der Misc h v erteilungs-

funktion - sehr e�zien t angew endet w erden.

Als m

•

oglic he T ransformationen bieten sic h hier wieder die im v orherigen Absc hnitt diskutierten

T ransformationen an: T ranslation und Stric hdic k e. Aufgrund der guten Ergebnisse im Zusammen-

hang mit der T rainingsdaten v ervielfac h ung wurden die Exp erimen te mit p er T ranslation v erviel-

fac h ten T estdaten durc hgef

•

uhrt. Die erzielten F ehlerraten b e�nden sic h in T ab elle 2.9.

T ab elle 2.9: T estdaten v ervielfac h ung auf USPS: Erzielte F ehlerraten.

T rainingsdaten T estdaten

(neunfac h, 18x18) einfac h neunfac h

k eine Merkmalsreduktion 7.0 6.0

KL T, 39 Merkmale 3.9 3.7

LD A, 39 Merkmale 4.3 3.4

V on den in Absc hnitt 2.6.2 dargestellten Regeln erwiesen sic h Maxim umregel, Summenregel, Pro-

duktregel und Ma jorit

•

atsen tsc heidung als nahezu iden tisc h b ei den erzielten Ergebnissen. Die mo-

di�zierte Distanzregel sc hneidet stets sc hlec h ter ab.

In teressan t an den Ergebnissen in T ab elle 2.9 ist der geringe Zugewinn durc h VTS b ei KL T-

reduzierten Daten. Eine m

•

oglic he Erkl

•

arung hierf

•

ur ist, da� durc h die stark e Korrelation der vir-

tuellen Daten auc h deren Eigenraum-Repr

•

asen tationen sehr eng zusammenliegen, w as eine n ur

geringe Menge an Zusatzinformationen liefert, die VTS n utzen k ann.

2.7.2 Konkurrierende Klassi�k atormo delle

In diesem Absc hnitt sollen -rec h t k ompakt- die Ans

•

atze k onkurrierender Klassi�k atormo delle v or-

gestellt w erden, um eine Einordung der in dieser Arb eit dargestellten Metho den zu erlaub en.

K

•

unstlic he neuronale Netze

In der v orliegenden Arb eit wird durc h die En tsc heidungsfunktion r diejenige Klasse ausgew

•

ahlt,

w elc he die maximale klassen b edingte W ahrsc heinlic hk eit f

•

ur einen zu klassi�zierenden Merkmals-

v ektor x 2 I R

D

b esitzt, d.h. r en tsc heidet nac h Ausw ertung eines statistisc hen Mo dells. Prinzipiell

sind jedo c h An t w orten b eliebiger Diskriminantenfunktionen g ( x; k ) denkbar:

r : I R

D

! f 1 ; : : : ; K g ; r ( x ) =
argmax

k

f g ( x; k ) g

Ein Beispiel sind p olynomiel le Klassi�kator en , die f

•

ur einen Merkmalsv ektor x = ( x

1

; : : : ; x

D

) 2

I R

D

einen An t w ort w ert b erec hnen, der sic h als gewic h tete Summe v on P otenzen in x

i

; i = 1 ; : : : ; D

b erec hnet, z.B. quadratisc h: g ( x; k ) = �

k 0

+

P

D

d =1

�

k d

� x

d

+

P

D

d =1

P

E

e =1

�

k de

� x

d

x

e
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Ein Neuronales Netz stellt eine w eitere M

•

oglic hk eit dar, eine Diskriminan tenfunktion zu b erec hnen

(siehe [25 ], S. 63� ).

Eine Einf

•

uhrung zu Neuronalen Netzen b e�ndet sic h et w a in [23 ]. An dieser Stelle soll lediglic h

das Multilayer-Per c eptr on v orgestellt w erden. Es b esteh t aus in mehreren Sc hic h ten angeordneten

Knoten, die in Anlehn ung an die nac hgebildete Realit

•

at { das mensc hlic he Gehirn { auc h Neur onen

genann t w erden. Jedes Neuron arb eitet parallel und unabh

•

angig v on allen anderen. V erbindungen

zwisc hen Neuronen existieren b eim Multila y er-P erceptron v on Sc hic h t zu Sc hic h t. Die Eingab e-

sc hic h t en th

•

alt f

•

ur jede Komp onen te des Merkmalsv ektors ein Eingab eneuron, die Ausgab esc hic h t

pro Klasse ein Neuron, an dem { nac h Eingab e eines Merkmalsv ektors in das Netz { der W ert der

Diskriminan tenfunktion g ( x; k ) f

•

ur die jew eilige Klasse anliegt. In jedem Neuron w erden die W erte

der Eing

•

ange y

1

; : : : ; y

L

gewic h tet summiert und ansc hliessend in die sogennann te Aktivierungs-

funktion f des Neurons gegeb en. Der b erec hnete W ert wird sc hlie�lic h an nac hfolgende Neuronen

w eitergegeb en. Prinzipiell k ann f f

•

ur jedes Neuron separat gew

•

ahlt w erden, meist v erw endet man

jedo c h eine einzige F unktion. Als W erteb ereic h der Aktivierungsfunktion f wird in der Regel f 0 ; 1 g

o der f� 1 ; 1 g gew

•

ahlt, f

•

ur f selbst b eispielsw eise die Sigmoid-F unktion f ( x ) =

1

1+ e

� x

. Deren Nic h t-

linearit

•

at ist eine wic h tige Eigensc haft, da das Netz f

•

ur lineare f lediglic h in der Eingab e lineare

F unktionen generieren k ann.

y

i

= f

 

�

i 0

+

L

X

l =1

�

il

� y

l

!

yL

y2

y1

a

a

a i1

i2

iL

a i0

yL+ f

Abbildung 2.14: Sc hematisc her Aufbau eines Neurons. Die W erte an den Eing

•

angen

y

1

; : : : ; y

L

w erden mit �

i 1

; : : : ; �

iL

$ gewic h tet summiert. �

i 0

dien t dazu, auc h k onstan te

W erte generieren zu k

•

onnen. Die gewic h tete Summe wird in die Aktivierungsfunktion f

eingesetzt und der resultierende W ert an die Nac hfolgerknoten w eitergegeb en.

Die F unktionsw eise eines Neuronalen Netzes k ann folgenderma�en b esc hrieb en w erden [23 ]: In

der R uhephase sind alle Aktivierungen, d.h. Neuronenausg

•

ange, k onstan t. Wird dem Multila y er-

P erceptron ein Merkmalsv ektor pr

•

asen tiert, b eginn t die A rb eitsphase , in der alle Neuronen ihre

Aktivierung neu b erec hnen, bis das Netz wieder in eine Ruhephase gelangt. Das Lernen eines Neu-

ronalen Netzes b esteh t darin, die Gewic h te �

il

derart einzustellen, da� die in der Ausgab esc hic h t

erhaltenen W erte m

•

oglic hst genau die W erte der gew

•

unsc h ten Diskriminan tenfunktion g ( x; k ) an-

nehmen. Der Gesam tfehler wird im T raining als die Summe der quadrierten Ab w eic h ungen v on

Sollw ert und Ist w ert gemessen. Ein zum T raining b en utzter Algorithm us ist die err or b ackpr op aga-

tion . Diese f

•

uhrt ein Gradien tenabstiegsv erfahren auf der F ehlerfunktion, die in Abh

•

angigk eit der
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aktuellen W ahl der �

il

form uliert wird, aus.

In [16 ] wird eine Metho de v orgestellt, problemsp ezi�sc hes Wissen in ein Multila y er- P erceptron

zu in tegrieren, und zw ar f

•

ur die Erk enn ung handgesc hrieb ener Zi�ern. Das dort b esc hrieb ene

Multila y er-P erceptron LeNet 1 b esitzt neb en Eingab e- und Ausgab esc hic h t no c h 4 innere Sc hic h-

ten, in denen un tersc hiedlic h gro�e 'fe atur e maps' b erec hnet w erden, die aus ab w ec hselnden An-

w endungen v on F altung und V erkleinerung v on Karten teilb ereic hen en tstehen. Dies ist sc hematisc h

in Abbildung 2.15 dargestellt. P er Konstruktion en tstehen lok ale In v arianzen der Merkmalsk arten

gegen

•

ub er b estimm ten T ransformationen, durc h das Subsampling b eispielsw eise in Bezug auf die

T ranslation.

12 4x4
Feature Maps

12 8x8
Feature Maps

4 12x12 
Feature Maps

4 24x24
Feature Maps

Input 28x28

Output

Convolution ConvolutionSubsampling Subsampling

Abbildung 2.15: Aufbau v on LeNet 1. Um das Berec hnen der F eature Maps zu v ereinfac hen,

wird eine 28x28 Pixel gro�e Eingab esc hic h t v erw endet. Das USPS-Datum (16x16 Pixel) wird

zen triert eingesetzt. Die b erec hneten F eatures w erden mit w ac hsendem W eg durc h das Netz

k omplexer.

Durc h F orm ulierungen v on Neb en b edingungen und Abh

•

angigk eiten f

•

ur die Gewic h te b esitzt LeNet1

b ei 4635 Knoten und 98442 V erbindungen n ur 2578 freie P arameter, v erglic hen mit b eispielsw eise

123.300 freien P arametern, die ein v ollst

•

andig v erbundenes Netz mit 300 inneren Knoten b esitzt,

w elc hes in [17 ] erw

•

ahn t wird.

� Neuronale Netze stellen eine M

•

oglic hk eit dar, eine Diskriminan tenfunktion g ( x; k ) aus T rai-

ningsdaten zu erlernen. Bei der Klassi�k ation eines Musters x wird f

•

ur diejenige Klasse k

en tsc hieden, f

•

ur die g ( x; k ) das Maxim um annimm t.

� Problemsp ezi�sc hes Wissen k ann

•

ub er die gezielte V ersc haltung v on Neuronen und die F or-

m ulierung v on Neb en b edingungen so wie Abh

•

angigk eiten der Gewic h te �

il

in das Neuronale

Netz eingebrac h t w erden.

� Der zumeist v erw endete T rainingsalgorithm us, die err or b ackpr op agation , erfordert b esonders

sorgf

•

altige Implemen tierung [25 ], und f

•

uhrt eine lok ale Suc he b ei der P arameteroptimierung

aus.

Die Supp ort-V ektor-Masc hine

Supp ort-V ektor-Masc hinen (SVMs), auc h mit optimal mar gin classi�er b ezeic hnet, arb eiten ohne

statistisc he Mo delle f

•

ur die V erteilung des Datenmaterials im Merkmalsraum. Eine Einf

•

uhrung
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zu diesem Thema b e�ndet sic h b eispielsw eise in [3 ]. Ziel b ei der Konstruktion einer En tsc hei-

dungsfunktion r durc h eine Supp ort-V ektor-Masc hine ist es, die Generalisierungsf

•

ahigk eit v on r zu

maximieren. Hierzu wird als Ma� das sogenann te 'Erw artete Risik o' R ( � ) f

•

ur einen allgemeinen

Klassi�k ator mit P arametersatz � b en utzt. Mit W ahrsc heinlic hk eit 1 � � gilt:

R ( � ) = R

emp

( � ) +

r

h (log(2 l =h ) + 1) � log( � )

l

(2.66)

Demnac h h

•

angt die zu erw artende F ehlerrate f

•

ur r mit P arametersatz � neb en der F ehlerrate

R

emp

auf den T rainingsdaten ( l St

•

uc k) auc h v on der sogenann ten V C-Dimension (v on V apnik ,

Cher v onenskis ) h der En tsc heidungsfunktion r ab. F ormal ist h die maximale Anzahl v on T rai-

ningsv ektoren, die durc h die En tsc heidungsfunktion separab el sind und k ann als Ma� f

•

ur die Kom-

plexit

•

at der v erw endeten En tsc heidungsfunktion in terpretiert w erden, allerdings nic h t im Sinne

der P arameteranzahl, wie Beispiele in [3] v eransc haulic hen: Eine hohe P arameteranzahl b ewirkt

nic h t zw angsl

•

au�g eine hohe V C-Dimension, eb enso w enig wie eine niedrige P arameteranzahl eine

niedrige V C-Dimension.

Supp ort-V ektor-Masc hinen v ersuc hen, R ( � ) in Gleic h ung (2.66) zu minimieren, indem h minimiert

wird. Ansc haulic h ersc hein t klar, da� eine gute Erkl

•

arung der T rainingsdaten ( R

emp

niedrig)

durc h eine F unktion r niedriger Komplexit

•

at ( h niedrig) eine hohe W ahrsc heinlic hk eit b esitzt, da�

tats

•

ac hlic h eine diskriminativ e Eigensc haft des Datenmaterials gefunden wurde, die k onstruierte

En tsc heidungsfunktion r also eine gute F

•

ahigk eit zur Generalisierung b esitzt.

Allgemein b esteh t der Ansatz einer Supp ort-V ektor-Masc hine b ei einem 2-Klassen-Problem darin,

eine Hyp ereb ene

H : w � x + b = 0 (2.67)

mit Normalen v ektor w im Merkmalsraum I R

D

zu b estimmen, w elc he die T rainingsdaten f ( x

i

; y

i

) ; x

i

2

I R

d

; y

i

2 f� 1 ; 1 gg mit maximalem Abstand separiert. (Um F orm ulierungen zu v ereinfac hen, wird

die Menge der Klassenindizes als f� 1 ; 1 g de�niert).

Die Klassi�k ation eines T estdatums x 2 I R

D

erfolgt dann durc h Bestimm ung der Lage v on x bzgl.

H :

r ( x ) = sgn ( w x + b ) (2.68)

Die Separation der T rainingsdaten wird ausgedr

•

uc kt durc h

x

i

� w + b � +1 ; y

i

= +1 (2.69)

x

i

� w + b � � 1 ; y

i

= � 1 (2.70)

w as sic h zu einer Darstellung zusammenfassen l

•

a�t:

y

i

( x

i

� w + b ) � 1 8 i (2.71)
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H H H

w

12

K
+1

K
-1

Abbildung 2.16: Separation zw eier Klassen durc h eine Supp ort-V ektor-Masc hine: Die SVM

k onstruiert diejenige Hyp ereb ene H , w elc he die Daten der b eiden Klassen K

� 1

und K

+1

mit

maximalem Abstand separiert. Merkmalsv ektoren, die H am n

•

ac hsten liegen (und somit die

Lage v on H b estimmen), sind markiert. Diese w erden Supp ort-V ektor en genann t.

Durc h die Ungleic h ungen (2.69) und (2.70) ergeb en sic h 2 parallele Hyp ereb enen

H

1

: w � x

i

� ( � b + 1) = 0

H

2

: w � x

i

� ( � b � 1) = 0

w elc he v oneinander den Abstand

d =

� b + 1

jj w jj

�

� b � 1

jj w jj

=

2

jj w jj

(2.72)

hab en. Das Optimierungsproblem b esteh t darin, Ausdruc k (2.72) un ter den Neb en b edingungen

(2.71) zu maximieren. Die Situation ist in Abbildung 2.16 dargestellt.

Durc h die Aufteilung eines K -Klassen-Problems in K viele 2-Klassen-Probleme lassen sic h auc h

Klassi�k ationsaufgab en mit K > 2 b ehandeln.

Durc h Erw eiterungen w erden An w endbark eit und Leistungsf

•

ahigk eit der Supp ort-V ektor-Masc hine

w eiter erh

•

oh t: F

•

ur den F all, da� die T rainingsdaten nic h t fehlerfrei separierbar sind, wird in [4 ] ein

Mec hanism us v orgestellt, der die V erletzung v on (2.71) in me�barem Ma�e erlaubt und das Problem

der Separation der T rainingsdaten mit maximalem Abstand um die sim ultane Minimierung der

Separationsv erletzung erw eitert. Die Neb en b edingungen (2.71) w erden mo di�ziert zu

y

i

( x

i

� w + b ) � 1 � �

i

8 i (2.73)
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Sc hematisc h ist dies in Abbildung 2.17 dargestellt.

Die zu minimierende F unktion en th

•

alt n un den mit 
 gewic h teten T erm, der die Separationsfehler

mi�t:

1

2

jj w jj

2

+ 
 �

X

i

�

i

(2.74)

Ein zw eiter Punkt ist die implizite Generierung nic h tlinearer Separations


•

ac hen durc h Einsatz

sogenann ter Kernfunktionen . Wie z.B. in [32 ] dargestellt, lassen sic h Algorithmen, die

•

ub er Sk a-

larpro dukte form uliert w erden k

•

onnen, durc h die Substitution der auftretenden Sk alarpro dukte

erw eitern. Motiv ation dab ei ist, die Daten mittels einer Abbildung � nic h tlinear in einen h

•

oherdi-

mensionalen Raum zu transformieren, in dem das Sk alarpro dukt (b ezogen auf den urspr

•

unglic hen

Merkmalsraum) 'm

•

ac h tiger' ist. Im F all der Kernel-PCA [32 , Kapitel 3] b edeutet b eispielsw eise der

Einsatz p olynomieller Kernfunktionen die Ber

•

uc ksic h tigung v on Korrelationen h

•

oherer Ordn ung.

Um die Sc h wierigk eit der Berec hn ung des Sk alarpro duktes �( x

i

) � �( x

j

) im ho c hdimensionalen

Raum zu umgehen, wird statt dessen der W ert einer Kernfunktion K ( x

i

; x

j

) b erec hnet, d.h. b ei

Berec hn ungen wird der bisherige Mermalsraum nic h t v erlassen, die Abbildung � �ndet lediglic h im-

plizit statt. Neb en der PCA wurde dies auc h erfolgreic h f

•

ur die Diskriminanzanalyse durc hgef

•

uhrt

[20 ].

In Supp ort-V ektor-Masc hinen k ann dieses V orgehen eingebrac h t w erden, da das Optimierungspro-

blem (2.74) durc h die Darstellung v on w als Lineark om bination v on Supp ort-V ektoren en tsprec hend

umform uliert w erden k ann.

In teressan t sind im V ergleic h zu den anderen v orgestellten Klassi�k atoren folgende Punkte:

� Supp ort-V ektor-Masc hinen mac hen k eine Annahmen

•

ub er die statistisc he V erteilung des Da-

tenmaterials im Merkmalsraum.

w

|w|

x i

j
|w|

x
-

H

Abbildung 2.17: Erw eiterung der Supp ort-V ektor-Masc hine auf nic h t separierbare T rainings-

daten: Die V ariablen �

i

bilden ein Ma� f

•

ur die V erletzung der Separationsb edingung (2.71).

Diese wird umform uliert zu neuen Neb en b edingungen (2.73)
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� Supp ort-V ektor-Masc hinen minimieren das erwartete R isiko b ei der Konstruktion einer En t-

sc heidungsfunktion. Durc h deren niedrige V C-Dimension bietet diese gute F

•

ahigk eit zur Ge-

neralisierung. Die b eim statistisc hen Ansatz dieser Arb eit v erw endete Maxim um-Lik eliho o d-

Sc h

•

atzung der V erteilungsparameter hingegen b edeutet eine Minimierung des empirischen

R isikos .

� Lediglic h ein T eil der T rainingsdaten ist letztlic h f

•

ur die Konstruktion der En tsc heidungsfunk-

tion relev an t, und zw ar diejenigen Merkmalsv ektoren, w elc he der T renn


•

ac he am n

•

ac hsten

liegen. Diese w erden Supp ort-V ektor en genann t. Diese sind a-priori un b ek ann t. Aufgrund der

Leere auc h des reduzierten Merkmalsraums liegt der An teil v on Supp ort-V ektoren an den

T rainingsdaten auf dem USPS-Korpus b ei bis zu 42% (siehe [32 ], Absc hnitt 2.5.2).

� Supp ort-V ektor-Masc hinen arb eiten prinzipiell ohne problemsp ezi�sc hes Wissen. Dieses k ann

•

ub er virtuel le Supp ort-V ektor en eingebrac h t w erden, w as im w esen tlic hen T rainingsdaten v er-

vielfac h ung en tspric h t [32 , Kapitel 4].

� F

•

ur das Problem, w elc hes zur Bestimm ung der En tsc heidungsfunktion zu l

•

osen ist, k ann

n umerisc h das globale Optim um gefunden w erden. Dies ist ein Un tersc hied in Bezug auf das

lok ale Optimierungsv erfahren b eim Neuronalen Netz.

2.7.3 Zusammenfassung

Das k onstruierte Erk enn ungssystem, w elc hes mit ersc hein ungsbasierter Merkmalsanalyse, Linearer

Diskriminanzanalyse zur Merkmalsreduktion so wie einem statistisc hen Klassi�k ator auf Grund-

lage der Ba yes 'sc hen En tsc heidungsregel und der Mo dellierung der W ahrsc heinlic hk eiten

•

ub er

T ab elle 2.10: Einordung der erzielten Ergebnisse f

•

ur den USPS-Datenk orpus

Metho de/Publik ation F ehlerrate in %

Mensc h [35 ] 2.5

Neuronales Netz, LeNet1 [16 ]

�

4.5

NN, Euklidisc he Distanz [35 ]

��

5.9

NN, T angen tendistanz [35 ]

��

2.6

Supp ort-V ektor-Masc hine [32] 4.2

Supp ort-V ektor-Masc hine mit virtuellen Supp ort-V ektoren [32 ] 3.2

i6:

Misc h v erteilungen, T angen tendistanz, VTS [7 ] 2.7

T angen tendistanz, Kernel Densities, VTS, Bagging [14 ] 2.2

Diese Arb eit:

Ga uss 'sc he Misc h v erteilungen, virtuelle T rainingsdaten 4.3

Ga uss 'sc he Misc h v erteilungen, virtuelle T rainingsdaten, VTS 3.4

�

,

��

: Ergebnisse sind n ur eingesc hr

•

ankt v ergleic h bar, Erl

•

auterungen siehe Seite 15
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Ga u� 'sc he Misc h v erteilungen arb eitet, hat sic h als k onkurrenzf

•

ahig zu anderen Klassi�k ations-

ans

•

atzen erwiesen.

T ab elle 2.10 stellt die erzielten Ergebnisse im V ergleic h zu bisher publizierten Ergebnissen dar.

Es wurden Metho den v orgestellt, mit denen das Problem der zuv erl

•

assigen P arametersc h

•

atzung

auc h auf kleinen T rainingsk orp ora b ehandelt w erden k ann. Dies gesc hieh t durc h sinn v olle V erein-

fac h ungen des statistisc hen Mo dells und statistisc h motivierte Merkmalsreduktion.

Eine b esondere Eigensc haft ist die allgemeine V erw endbark eit des Klassi�k ators, w as b eispielsw eise

in [33 ] einging. Dort b estanden die zu klassi�zierenden Merkmalsv ektoren nic h t aus Bildmaterial,

sondern medizinisc hen Me�w erten. Das Erk enn ungssystem k onn te f

•

ur diese Aufgab e ohne Mo-

di�k ationen eingesetzt w erden. W eiterhin wurde das System erfolgreic h zur Klassi�k ation roter

Blutzellen eingesetzt [6].

A-priori-Wissen

•

ub er das v erw endete Datenmaterial k ann an klar de�nierten Stellen in das Erk en-

n ungssystem eingebrac h t w erden, w as in dieser Arb eit durc h die explizite Generierung virtueller

T rainings- und T estdaten erfolgt. In [7] ist b esc hrieb en, wie die T angen tenappro ximation b en utzt

w erden k ann, um die Mittelw erte und Ko v arianzmatrizen innerhalb Ga u� 'sc her Misc h v erteilungen

b esser zu sc h

•

atzen und die In v arianz gegen

•

ub er klasseninformationserhaltenden T ransformationen

ohne explizite Daten v ervielfac h ung auf der T rainingsseite zu erreic hen.
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Kapitel 3

Statistisc he Klassi�k ation f

•

ur den

Bildzugri�

Ein Ziel dieser Diplomarb eit ist es, die T auglic hk eit der im v orherigen Kapitel v orgestellten Me-

tho den f

•

ur den Bildzugri� zu un tersuc hen. Es wird v ersuc h t, das b ei der Einzelob jekterk enn ung

v erw endete V erfahren, die ersc hein ungsbasierte Klassi�k ation v on Bilddaten fester Gr

•

o�e, auf allge-

meineres Bildmaterial anzu w enden. Dieses k ann Ob jekte einer b ek ann ten Menge en thalten, w ob ei

allerdings neb en der Klassenzugeh

•

origk eit auc h deren Lage, Sk alierung und Anzahl un b ek ann t sind.

Im folgenden Absc hnitt soll auf die Un tersc hiede der Aufgab enstellung und die dadurc h m

•

oglic her-

w eise auftretenden Probleme eingegangen w erden.

3.1 Einleitung und Stand der T ec hnik

Der An w endungsb ereic h folgender Un tersuc h ungen ist das sogenann te Image R etrieval , d.h. das

Indizieren v on Bildmaterial, um ansc hlie�end inhaltsbasiert darauf zugreifen zu k

•

onnen. Das b e-

deutet, der V ergleic h v on Bildern �ndet nic h t (zw angsl

•

au�g) auf Pixeleb ene statt (w as un ter

Umst

•

anden auc h sehr rec henin tensiv ist), sondern anhand v on in einer Daten bank gesp eic her-

ten A ttributen, die das System den Bildern m

•

oglic hst automatisc h zu w eist. Je nac h Sic h t w eise

un tersc heiden sic h 2 Bilder, die im System mit gleic hen A ttributen assoziiert w erden, un tersc hied-

lic h stark, da z.B. ein in b eiden Bildern v orhandenes Ob jekt in un tersc hiedlic hen Lageparametern

v orliegt. Der Begri� der

•

Ahnlic hk eit ist hier sehr viel st

•

ark er v on der

•

Ahnlic hk eit auf Pixeleb ene

losgel

•

ost. Die Ans

•

atze zur Bildindizierung allgemein sind sehr un tersc hiedlic h. Ein kurzer

•

Ub erblic k

zu existierenden Systemen und deren grundlegenden T ec hnik en b e�ndet sic h et w a in [36 ]. Prinzi-

piell v ersuc h t ein System, aus einem Bild signi�kante Merkmale zu extrahieren, anhand derer ein

T estbild mit anderen Bildern im System in Relation gesetzt w erden k ann. Diese Merkmale k

•

onnen

u.a. aus

� F arbinformationen

� T exturinformationen

53
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� F orminformationen

des Bildes gew onnen w erden. In [36 , 9] w erden Konzepte der Einzelob jekterk enn ung auf ganze

Bilder angew endet. Ein w eiterer Ansatz ist, im Bild v orhandene Ob jekte zu iden ti�zieren (dies

umfa�t Lok alisierung und Klassi�k ation) und diese Informationen als A ttribute f

•

ur das Bild in der

Daten bank zu b en utzen. Dieser Ansatz soll in der v orliegenden Arb eit w eiter b etrac h tet w erden.

Ein

•

ahnlic hes Ziel, n

•

amlic h die Lok alisierung und Klassi�k ation v on Gesic h tern in allgemeinem

Bildmaterial, v erfolgen eine Reihe v on Systemen.

Eines v on diesen soll w egen seiner dieser Arb eit

•

ahnlic hen V orgehensw eise v orgestellt w erden. Es

handelt sic h dab ei um die v on Moghadd am und Pentland in [21 ] publizierte Arb eit. Dort wird

ein ersc hein ungsbasierter Ansatz gew

•

ahlt, d.h. der Algorithm us arb eitet ohne die Extraktion v on

Kan teninformationen, lok alen Merkmalen (z.B. Analyse der F ourier-T ransformierten eines Bildes)

o der

•

ahnlic hem. Zur e�zien ten Co dierung v on Gesic h tsbildern hat sic h die Eigenr aum -Repr

•

asen ta-

tion als geeignet herausgestellt, d.h. eine Merkmalsreduktion der Gesic h tsbilder mittels der KL T.

Um ein Gesic h t in einem T estbild zu �nden, wird k onzeptionell ein F enster fester Gr

•

o�e

•

ub er

das Bild gesc hob en und dessen Inhalt jew eils in den aus T rainingsbildern generierten Eigenraum

transformiert. Nun k

•

onnen zw ei Gr

•

o�en b etrac h tet w erden: Die Distanz des merkmalsreduzierten

F ensterinhalts zu einer merkmalsreduzierten Referenz (DIFS, distanc e in fe atur e sp ac e ) und der

b ei der T ransformation auftretende F ehler (DFFS, distanc e fr om fe atur e sp ac e ). Dieser Sac h v erhalt

ist in Abbildung 3.1 dargestellt.

DFFS

DIFS

x

m
F

F

Abbildung 3.1: Aufteilung des Merkmalsraums in Eigenraum F und den dazu orthogonalen

Raum

�

F nac h [21 ]. Die Distanz in F wird mit DIFS (distance in feature space), die Distanz

in

�

F mit DFFS (distance from feature space) b ezeic hnet.

Hierb ei ist die Gr

•

o�e DFFS ein Kriterium daf

•

ur, ob sic h an der aktuell b etrac h teten F ensterp osition

ein Gesic h t b e�ndet. Die Beac h tung dieser Gr

•

o�e ist wic h tig, da b ei reiner Betrac h tung der DIFS

eine zu hohe Rate v on false alarms , also fehlerhaft als Gesic h tsp osition gemeldeter Bildregionen,

auftritt. F

•

ur die eigen tlic he Klassi�k ation der Gesic h ter (nac h v ersc hiedenen P ersonen) in teres-

san t ist die Distanz DIFS v on Beobac h tung und Referenzen im merkmalsreduzierten Raum. Die

W ahrsc heinlic hk eit p ( x j k ), da� der aktuell b etrac h tete Merkmalsv ektor x ein Gesic h t der Klasse k

darstellt, wird mo delliert als

p ( x j k ) = p

F

( x j k ) � p

�

F

( x j k ) (3.1)
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Das Abfahren des Bildes mit dem sliding windo w (repr

•

asen tiert durc h eine Indexmenge R , j R j = D )

erzeugt eine Karte S ( i; j j k ) (in [21] w erden diese saliency maps gennann t), die f

•

ur jede Bildp osition

( i; j ) die W ahrsc heinlic hk eit f

•

ur das V orhandensein eines Ob jekts der Klasse k in der mit ( i; j )

assoziierten Region R

( i;j )

= ( I ( i + r ; j + c ) : ( r ; c ) 2 R ) en th

•

alt:

S ( i; j j k ) = p ( x

( i;j )

j k ) (3.2)

w ob ei x

( i;j )

2 I R

D

der aus Region R

( i;j )

gew onnene Merkmalsv ektor ist.

Die Lok alisierung eines Ob jekts (in diesem F all eines Gesic h ts) an der Bildp osition ( i

0

; j

0

) �ndet

dann statt durc h

( i

0

; j

0

) =

argmax

i;j

�

p ( x

( i;j )

j k )

	

(3.3)

Die b eiden W ahrsc heinlic hk eitsv erteilungen p

F

( x j k ) und p

�

F

( x j k ) w erden in [21 ] mittels Ga u� 'sc her

Misc h v erteilungen mo delliert. Um zus

•

atzlic h v ersc hiedene Sk alierungsstufen ab dec k en zu k

•

onnen,

wird ein Multisk alenansatz gew

•

ahlt, indem die sliding-windo w-Prozedur f

•

ur v ersc hiedene V ergr

•

o�e-

rungsstufen durc hgef

•

uhrt wird. Bei Exp erimen ten in [21 ] hat sic h die Lok alisierung v on Gesic h tern

mittels (3.1) gegen

•

ub er template matc hing un ter V erw endung der euklidisc hen Distanz und ei-

nem n ur auf dem Ma� DFFS basierenden V erfahren als leistungsf

•

ahiger erwiesen, so w ohl w as die

Klassi�k ationsrate als auc h w as die false-alarm-Rate b etri�t.

3.2 Zu erw artende Probleme

In diesem Absc hnitt sollen kurz die durc h die (im V ergleic h zu Kapitel 2) v er

•

anderte Aufgab en-

stellung zu erw artenden Probleme motiviert w erden.

Lok alisierung

W

•

ahrend b ei der USPS-Datensammlung (siehe Absc hnitt 2.2) die Ob jekte (d.h. Zi�ern) w eitge-

hend formatf

•

ullend in einem Bild v orhanden sind, m

•

ussen Ob jekte in allgemeinem Bildmaterial

zun

•

ac hst lok alisiert w erden. In der v orliegenden Arb eit soll die Lok alisierung direkter Bestandteil

der Klassi�k ation sein, d.h. es soll auf einen v orgesc halteten Segmen tierungssc hritt v erzic h tet w er-

den. Dieses V orgehen (In tegration v on Segmen tierung und Klassi�k ation) hat sic h auc h im Bereic h

der Sprac herk enn ung b ew

•

ahrt. F erner ist zu b eac h ten, da� eine fehlerhafte Lok alisierung v on Ob-

jekten auc h direkten Ein
u� auf das Klassi�k ationsresultat hab en k ann. Dies wird sp

•

ater diskutiert

w erden, an dieser Stelle sei lediglic h auf Abbildung 3.10, Seite 66 v erwiesen.

Ob jekttransformationen

Die Datensammlung USPS en th

•

alt b ez

•

uglic h T ranslation und Sk alierung w eitgehend normierte

Bilder in dem Sinne, da� die Zi�ern stets formatf

•

ullend in einem 16x16 Pixel gro�en Bild lie-

gen. Dar

•

ub er hinaus sind die Zi�ern gegen

•

ub er Rotation eb enfalls grob normiert, w as sic h im

Rahmen durc hgef

•

uhrter Exp erimen te und auc h visuell b est

•

atigt, b etrac h tet man z.B. die gleic he
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Ausric h tung aller Einsen. Bei der Suc he nac h Ob jekten in Bildern m u�

•

ub erlegt w erden, w elc hen

T ransformationen die zu suc henden Ob jekte un terw orfen sein k

•

onnen. Demen tsprec hend ist die

Suc he zu organisieren. V ersc hiedene Arb eiten b esc h

•

aftigen sic h nic h t n ur mit der Lok alisierung

o der Klassi�k ation v on Ob jekten in Bildern, sondern zielen auc h darauf ab, festzustellen, w elc hen

T ransformationen das im Bild gefundene Ob jekt un terliegt, insb esondere, falls es sic h um ein drei-

dimensionales Ob jekt handelt. Dies wird L ageb estimmung ( p ose estimation ) genann t. Bei manc hen

Ans

•

atzen ergibt sic h diese Information auc h als Neb enpro dukt der Klassi�k ation. In der v orliegen-

den Arb eit wird diese Aufgab e nic h t b ehandelt, da lediglic h die Klasse v on im Bild en thaltenen

Ob jekten f

•

ur die Bildindizierung in teressan t ist.

V ariable Helligk eit

Die Aufnahmen der Zi�ern f

•

ur die USPS-Datensammlung sind stets un ter gleic hen Neb en b edin-

gungen aufgenommen bzw. nac h b earb eitet w orden, so da� die Beleuc h tung b ei allen Bildern im

Korpus sehr

•

ahnlic h ist. Prinzipiell handelt es sic h b ei den Bildern v on Zi�ern sogar um bin

•

are

Informationen, w as allein durc h die Natur der Daten b edingt ist. Allgemeines Bildmaterial k ann

zu erk ennende Ob jekte in sehr un tersc hiedlic hen Umgebungen en thalten. W

•

unsc hensw ert ist es

nat

•

urlic h, ein Ob jekt stets iden ti�zieren zu k

•

onnen, unabh

•

angig v on den Umst

•

anden, un ter w el-

c hen es aufgenommen wurde.

Multi-Ob jekterk enn ung bzw. leere T estszene

Bei T estszenen, die dem System pr

•

asen tiert w erden, ist allgemein nic h t b ek ann t, wie viele Ob jekte

sic h in der Szene b e�nden bzw. ob

•

ub erhaupt ein Ob jekt v orhanden ist.

V ariabler Hin tergrund

Die USPS-Datensammlung zeigt die Zi�ern stets v or dem gleic hen Hin tergrund, das in teressierende

Ob jekt ist also stets klar als Ob jekt zu iden ti�zieren. Insb esondere sind T rainings- und T estdaten

stets v or dem gleic hen Hin tergrund aufgenommen, so da� b eispielsw eise b ei T emplate Matc hing

(siehe Absc hnitt 2.4.3, Seite 22) n ur Distanzen an relev an ten Un tersc hieden zwisc hen T estob jekt

und Referenz auftreten.

V erdec kung v on Ob jekten

Die USPS-Datensammlung als Korpus v on Zi�ern zur Einzelob jektklassi�k ation en th

•

alt in jedem

Bild eine v ollst

•

andig sic h tbare Zi�er. Reale Szenen mit zu lok alisierenden (und zu klassi�zierenden)

Ob jekten en thalten diese m

•

oglic herw eise n ur teilw eise sic h tbar, et w a w eil sie am Bildrand liegen

o der v on anderen Ob jekten v erdec kt w erden.

Besonders die letzten b eiden Punkte sind

•

au�erst sc h wierig handhabbar, da sie ein Un terteilen

einer T estszene in

'

in teressan te ` und

'

unin teressan te ` T eile v oraussetzen.
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3.3 Die Datensammlung COIL-20 und Stand der T ec hnik

Bei Colum bia Ob ject Image Library COIL-20

1

handelt es sic h um einen Korpus aus Grau w ertbil-

dern (mit 256 In tensit

•

atsw erten) v on 20 Ob jekten. Diese Datensammlung wurde an der Colum bia

Univ ersit y erstellt, um Exp erimen te zu dem v on Murase und Na y ar in [22 ] dargestellten V erfah-

ren durc hzuf

•

uhren. Die Erstellung dieser Datensammlung ist ferner in [24 ] dokumen tiert.

Die Aufnahmen des Korpus zeigen Ob jekte, die v or sc h w arzem Hin tergrund auf einem rob oter-

gesteuerten Dreh teller aufgenommen wurden. Die Daten sind un terteilt in einen T rainingsk orpus

( pr o c esse d images ), der v orsegmen tierte Bilder der Gr

•

o�e 128x128 zu den 20 Ob jekten umfa�t, und

einen T estk orpus ( unpr o c esse d images ), der nic h tsegmen tierte Aufnahmen der Gr

•

o�e 448x416 v on

5 der 20 Ob jekte des T rainingsk orpus umfa�t

2

. T rainings- und T estk orpus w eisen un tersc hiedlic he

Beleuc h tungen auf.

Die Aufnahmen eines Ob jekts b estehen jew eils aus einer 360

�

Rotations-Bildsequenz mit Hilfe des

Dreh tellers. Eine Rotationssequenz ist in 72 Sc hritte (also 5

�

) un terteilt, d.h. f

•

ur jede Ob jektklasse

sind 72 Bilder v orhanden, w as insgesam t 1440 T rainingsbilder ergibt. Abbildung 3.2 zeigt die 20

Ob jekte der T rainingsdaten. Zw ec ks V ergleic h bark eit ist b ei allen Ob jekten das Bild zum gleic hen

Dreh wink el dargestellt.

Die T rainingsdaten wurden stets so segmen tiert, da� sie formatf

•

ullend in dem 128x128 Pixel gro�en

Bildaussc hnitt liegen. Abbildung 3.3 zeigt Ob jekt 1 in allen 72 P ositionen.

Beispiele zu den unsegmen tierten T estbildern sind in Abbildung 3.4 dargestellt. Zu b eac h ten ist,

da� die Klassi�k ationsaufgab e in der v orliegenden Arb eit w eiterhin als 20-Klassen-Problem b e-

handelt wird, d.h. die T atsac he, da� 15 Klassen in den T estdaten nic h t auftreten, wird nic h t v om

Erk enn ungssytem b en utzt.

Zw ar v erfolgt diese Diplomarb eit nic h t exakt die gleic hen Ziele wie Murase und Na y ar in [22 ],

allerdings w erden T eile dieser Datensammlung auc h in anderen Arb eiten v erw endet, b eispielsw eise

in [30 ], [27 ] und [1]. In dortigen Exp erimen ten wird allerdings mit einer Aufteilung des pr o c esse d -

Korpus v on COIL-20 in T rainings- und T estdaten gearb eitet.

Im folgenden sollen die Un tersuc h ungen v on v ersc hiedenen F orsc hergrupp en, w elc he COIL-20 (o der

T eile da v on) f

•

ur Exp erimen te b en utzt hab en, kurz v orgestellt w erden. Eine unmittelbare V ergleic h-

bark eit v on Ans

•

atzen o der Ergebnissen mit dieser Diplomarb eit ist - anders als in Kapitel 2 - n ur

eingesc hr

•

ankt m

•

oglic h:

� Murase und Na y ar k onstruieren in [22 ] ein Ec h tzeit-Erk enn ungsystem f

•

ur COIL-20, w elc hes

mit Segmen tierung arb eitet. F erner ist es ihr Ziel, den Dreh wink el f

•

ur das Ob jekt im T estbild

1

http://www.cs.columbia .edu /CA VE/r ese arch /sof tli b/co il- 20.h tml

2

In [24 ] w erden 10 Ob jekte, also 720 Bilder, genann t.

Un ter http://www.cs.columbia.ed u/C AVE/ res earc h/s oftl ib/ coil -20 .htm l sind jedo c h lediglic h 360 Bilder v on 5

der 20 Ob jekte v orhanden.
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Abbildung 3.2: Die 20 Ob jekte der Datensammlung COIL-20 (Referenzdaten)

zu ermitteln. Der v on den Autoren v erw endete T estk orpus ist nic h t v erf

•

ugbar. Es wird eine

F ehlerrate v on 0% erzielt.

� Baker und Na y ar stellen in [1 ] ein Konzept v or, das haupts

•

ac hlic h der Besc hleunigung

v on Klassi�k ationsv org

•

angen bzw. v on Suc hen nac h in teressan ten Bildregionen dien t. Die

Exp erimen te der Autoren �nden auf dem in

'

T rainings ` - und

'

T estdaten ` un terteilten COIL-

T rainingsk orpus ( pr o c esse d ) statt, d.h. es �ndet lediglic h eine normale Klassi�k ation v on

Einzelob jekten (siehe Kapitel 2) statt. Die Autoren erzielen eine F ehlerrate v on 0%.

� P

•

osl und Niemann b etrac h ten in [27 ] lediglic h ein Lok alisierungsproblem (v erbunden mit

der Bestimm ung des Dreh wink els f

•

ur das zu lok alisierende Ob jekt). Die Klassi�k ation wird

Abbildung 3.3: Alle T rainingsaufnahmen v on Ob jekt 1 der Datensammlung COIL-20
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nic h t durc hgef

•

uhrt. In Exp erimen ten wird lediglic h ein Ob jekt der COIL-20-Datensammlung

v erw endet, w ob ei auc h hier T rainings- und T estdaten aus dem COIL-20 T rainingsk orpus

generiert w erden. F

•

ur T estzenen w erden die Ob jekte zum T eil mit anderer Beleuc h tung und

inhomogenem Hin tergrund v ersehen.

Abbildung 3.4: Beispiele f

•

ur T estbilder in COIL-20

Das Ziel v on Murase und Na y ar in [22 ] ist es, ein Ec h tzeitsystem zu erstellen, w elc hes in der

Lage ist, erscheinungsb asiert die Klasse (classi�cation) und Lage (p ose estimation) v on Ob jekten

v or homogenem Hin tergrund festzustellen. Dab ei sollen die Ob jekte ferner v ollst

•

andig sic h tbar sein.

Der ersc hein ungsbasierte Ansatz b edeutet wie in Kapitel 2, da� die Daten, insb esondere diejeni-

gen, w elc he zum T raining des Systems b en utzt w erden, aus den Grau w ertbildern an sic h b estehen

und k eine anderen Repr

•

asen tation - wie b ei Bildern v on dreidimensionalen Ob jekten b eispielsw ei-

se CAD-Mo delle - v erw endet w erden. Die Neb en b edingung, da� die Ob jekte stets v or sc h w arzem

Hin tergrund aufgenommen sind, mac h t die Lok alisierung eines 3D-Ob jekts in einem Bild sehr

leic h t. Da ein Ob jekt ferner stets v ollst

•

andig sic h tbar ist, wird in [22 ] der

•

Ub ergang v om Grau-

w ertbild eines Ob jekts zu dessen Eigenr aum-R epr

•

asentation v orgesc hlagen, d.h. An w endung der

Karh unen-Lo � ev e-T ransformation zur Merkmalsreduktion. Dies k ann (neb en der allgemeinen Eig-

n ung der KL T zur - v erlustb ehafteten - Datenk ompression) dadurc h motiviert w erden, da� zw ei

b enac h barte Bilder einer Bildsequenz sehr

•

ahnlic h zueinander sind, d.h. eine hohe Korrelation b e-

sitzen. Hierb ei ist allerdings zu b eac h ten, da� dies n ur f

•

ur b enac h barte Bilder gilt, w

•

ahrend die

V ariabilit

•

at der Grau w erte innerhalb der gesam ten Bildsequenz un ter Umst

•

anden sehr ho c h ist.

Deshalb ist es nac h Na y ar und Murase auc h nic h t sinn v oll, ein Clustering der dimensionsre-

duzierten Daten zu b etrac h ten. Dies ist in [22 ] ferner auc h nic h t erw

•

unsc h t, da das zw eite Ziel

(neb en der Klassi�k ation) die Bestimm ung der Lageparameter f

•

ur ein erk ann tes 3D-Ob jekt ist.

Stattdessen wird die merkmalsreduzierte Bildsequenz im Eigenraumen nac h den sic h innerhalb

der Sequenz

•

andernden Lageparametern parametrisiert, w as

•

ub er In terp olation mittels kubisc her

Splines gesc hieh t. Dieses Konzept wird als p ar ametric eigensp ac e (parametrisierter Eigenraum) b e-

zeic hnet. In teressan t ist eine sinn v olle In terp olation auc h im Hin blic k auf die Klassi�k ation v on

Bildern mit in den T rainingsdaten nic h t gesehenen Lageparametern f

•

ur ein Ob jekt. Die In terp o-

lation ist relativ gut m

•

oglic h, da aufgrund der sc hon erw

•

ahn ten hohen Korrelation b enac h barter

Sequenz-Bilder auc h deren Abst

•

ande im Eigenraum gering sind. Die Lageparameter b ei den Exp eri-

men ten in [22 ] sind Dreh wink el des T ellers und ein P arameter f

•

ur die Beleuc h tung

3

der Szene. Die

3

Der v erf

•

ugbare COIL-20-Korpus b esitzt k eine T rainingssequenzen f

•

ur diesen P arameter. Es ist lediglic h eine

Rotationssequenz pro Ob jekt v orhanden. Die Helligk eit ist hierb ei k onstan t. Die T estszenen sind un ter anderen
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Klassi�k ation und die Lageb estimm ung eines T estbildes erfolgt durc h T ransformation des T est-

bildes den Eigenraum und die Bestimm ung des k

•

urzesten Abstands des transformierten Bildes

zu einer der durc h die T rainingssequenzen de�nierten Mannigfaltigk eiten im Eigenraum. Dies l

•

ost

gleic hzeitig das Klassi�k ationsproblem (durc h Bestimm ung der Mannigfaltigk eit und damit der Ob-

jektklasse) und das Lageb estimm ungsproblem (durc h Bestimm ung der T ransformationsparameter

des zum transformierten Bild n

•

ac hstgelegenen Elemen tes der Mannigfaltigk eit). Die Bestimm ung

des n

•

ac hstgelegenen Elemen tes der Mannigfaltigk eit ist allerdings ein sc h wieriges Problem, f

•

ur das

in [22 ] v ersc hiedene Algorithmen v erw endet w erden, u.a. auc h ein Neuronales Netz.

Um h

•

ohere Genauigk eit b ei der Lagebstimm ung zu erreic hen, wird diese im klassenabh

•

angigen

Eigenraum ausgef

•

uhrt, d.h. die Sc h

•

atzung der Merkmalsreduktion hierf

•

ur �ndet pro Klasse getrenn t

statt. Die W ahl des Eigenraums �ndet nac h der Klassi�k ation statt, die w eiterhin im globalen

Eigenraum statt�ndet. Insgesam t ergibt sic h f

•

ur das in [22 ] dargestellte V erfahren der in Abbildung

3.5 skizzierte Ablauf.

globaler Eigenraum Objekt-Eigenraum (Klasse 5)

Klassifikation Lageparameter-Bestimmung

q1

Klasse 5 Klasse y

Klasse x

Segmentierung,
Helligkeits-
normierungTestbild mit

Objekt aus
Klasse 5

Beobachtung
Referenzen

Abbildung 3.5: F unktionsw eise eines Ec h tzeit-Erk enn ungssystems f

•

ur COIL-20 nac h [22 ]. Zu

b eac h ten ist der V erzic h t auf Clustering der Daten im Eigenraum. Stattdessen w erden die

T rainingsv ektoren einer Sequenz nac h den Lageparametern parametrisiert und die Mannig-

faltigk eit mittels In terp olation appro ximiert. Die in terp olierten Mannigfaltigk eiten sind im

dargestellten F all gesc hlossene Kurv en, w as z.B. f

•

ur eine 360

�

Rotationssequenz der F all ist.

Ein T estbild wird segmen tiert und das lok alisierte Ob jekt auf 128x128 Pixel sk aliert. Ansc hlie�end

wird eine Helligk eitsnormierung durc hgef

•

uhrt, indem die Energie des Bildes auf 1 normiert wird.

Das Bild wird darauf in einen 20-dimensionalen Eigenraum (k onstruiert aus allen 1440 T rainingsbil-

Beleuc h tungen aufgenommen.
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dern der 20 Klassen) pro jiziert. Bei Exp erimen ten in [22 ] wird allerdings auf klassensp ezi�sc he Ei-

genr

•

aume zur Lageb estimm ung v erzic h tet und diese eb enfalls im globalem Eigenraum durc hgef

•

uhrt.

Der Eigenraum wird nac h dem Dreh wink el parametrisiert. Getestet wird das System mit 320 Auf-

nahmen, f

•

ur die zuf

•

allig Ob jekte und Dreh wink el ausgew

•

ahlt wurden (dies sind o�en bar nic h t die

Aufnahmen, w elc he un ter http://www.cs.col um bia .e du /CA VE /re se ar ch/ so ftl ib /co il -2 0.h tm l

v erf

•

ugbar sind. Bei den v erf

•

ugbaren handelt es sic h um k omplette, unsegmen tierte Rotations-

sequenzen f

•

ur 5 der 20 Ob jekte, w elc he ferner un ter anderen Beleuc h tungsv erh

•

altnissen als die

T rainingsdaten aufgenommen wurden. Insgesam t sind dies 360 Bilder). Das System in [22 ] f

•

uhrt

Segmen tierung, Normierung, Eigenraum-Pro jektion, Klassi�k ation und Lageb estimm ung innerhalb

einer Sekunde aus und k ann alle 320 T estbilder k orrekt klassi�zieren. Die mittlere Ab w eic h ung der

Dreh wink elb estimm ung liegt b ei 1 : 5

�

.

Die Arb eiten [27 ] und [28 ] v on P

•

osl und Niemann stellen ein V erfahren v or, mit dem ein Ob jekt

in v ariabler T ranslation, Rotation und Beleuc h tung auc h in Szenen mit inhomogenem Hin tergrund

und teilw eiser V erdec kung des Ob jekts lok alisiert w erden k ann. Dort w erden hierarc hisc he Gab or-

Filter b en utzt, um lok ale Merkmale aus dem Bild zu extrahieren. Diese sind (nac h Konstruktion)

in v arian t gegen

•

ub er Rotation und robust gegen

•

ub er v ariabler Beleuc h tung und Rausc hen. Eine

Multisk alen-Hierarc hie f

•

ur die Filterung wird v erw endet, um den Suc hraum b ei der Lok alisierung

eines Ob jekts in einer T estszene einzusc hr

•

ank en: Mit zunehmender Au


•

osung w erden so n ur no c h

vielv ersprec hende Bildregionen abgesuc h t. Die Suc he erfolgt durc h

•

Ub erlagerung des zu durc h-

suc henden Bildes mit einem Gitter diskreter P ositionen, an denen jew eils die lok alen Merkmale

b erec hnet w erden. Die Merkmale einer Region A auf dem Gitter w erden zu einem Merkmalsv ektor

x

A

k onk ateniert (der Index s f

•

ur die aktuell b etrac h tete Hierac hiestufe wird w eggelassen) und f

•

ur

diesen eine W ahrsc heinlic hk eit p ( c

A

j B ; R ; t ) b erec hnet. Hierb ei repr

•

asen tiert B die P arameter des

statistisc hen Mo dells f

•

ur p , w

•

ahrend R (Rotation) und t (T ranslation) die T ransformationen des

Bildaussc hnitts c

A

darstellen. Die Sc h

•

atzung der Lage eines Ob jekts in einer Szene erfolgt dann

durc h (man b eac h te, da� k eine Klassi�k ation durc hgef

•

uhrt wird, d.h. die Klasse des zu lok alisie-

renden Ob jekts ist b ek ann t):

(

^

R ;

^

t ) =
argmax

( R;t )

f p ( c

A

j B ; R ; t ) g (3.4)

Bei den T ransformationen wird un tersc hieden zwisc hen internen , d.h. solc hen, w elc he die Bildeb ene

nic h t v erlassen und externen , w elc he dies tun. Abbildung 3.6 v eransc haulic h t in terne und externe

T ransformationen.

Die erste Menge wird b ei der Szenenanalyse explizit abgesuc h t, w as b ei Rotation �

z

und T rans-

lation t

2 D

in der Bildeb ene einen dreidimensionalen Suc hraum ergibt. Dies ist in Abbildung 3.7

dargestellt.

Die zw eite Menge, also T ransformationen, w elc he die Bildeb ene v erlassen, wird statistisc h mo del-

liert, d.h. f

•

ur diese m

•

ussen T rainingsdaten v orhanden sein. Beim COIL-20 Korpus ist dies die 360

�

Rotationssequenz eines Ob jekts.

Die Mo dellierung v on p ( c

A

j B ; R ; t ) wird in [27 ]

•

ub er eine Ga uss 'sc he Normalv erteilung durc h-

gef

•

uhrt. F

•

ur das statistisc he Mo dell ergibt sic h somit (man b eac h te, da� die Sk alierung eines
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x

y

z

Bildebene

f z

2Dt

Abbildung 3.6: V eransc haulic h ung in terner und externer T ransformationen eines Bildes nac h

[27 ]. Die T ransformationen t

2 D

und �

z

sind in terne T ransformationen, da durc h sie die

Bildeb ene nic h t v erlassen wird.

Ob jekts als fest angenommen wird, d.h. t

z

= 0):

p ( c

A

j B ; R ; t ) = p ( c

A

j ( � ( �

y

; �

x

) ; �( �

y

; �

x

)) ; R ; t ) (3.5)

= N ( c

A

( �

z

; t

2 D

) j � ( �

y

; �

x

) ; �( �

y

; �

x

)) (3.6)

Zu b eac h ten sind ferner die Neb en b edingung des Systems, da� die Klasse des Ob jekts b ei der Sze-

nenanalyse b ek ann t ist. Diese Einsc hr

•

ankungen lassen sic h zw ar k onzeptionell rec h t leic h t au


•

osen,

jedo c h wird dies nic h t ausgef

•

uhrt. Es ist unklar, w elc he Leistung das System dann erbringt. F erner

ist dem System b ek ann t, da� stets genau ein Ob jekt in der Szene v orhanden ist.

A

, t2Dintf

c(x   )

c(                    )

m

f int xm+t2D

Abbildung 3.7: Suc he im P arameterraum in terner T ransformationen nac h [27 ]: Das Gitter

wird nac heinander in v ersc hiedenen Wink eln �

z

•

ub er die T estszene gelegt und mit einem

Sliding Windo w (dargestellt durc h A ) durc hsuc h t. Durc h die V erw endung hierarc hisc her

Gab or-Filter (die Hierarc hie k ann als Sc hritt w eite des Gitters in terpretiert w erden) k ann der

P arameterraum e�zien ter durc hsuc h t w erden, indem n ur erfolgv ersprec hende Hyp othesen

b eim Abstieg in der Hierarc hie w eiterv erfolgt w erden.

Um die Lok alisierung robust gegen

•

ub er v ariablem Hin tergrund zu mac hen, wird in [27 ] eine ex-

plizite Hin tergrundmo dellierung durc hgef

•

uhrt, w elc he W ahrsc heinlic hk eiten f

•

ur die Zugeh

•

origk eit

des aktuell b etrac h teten Aussc hnitts zu den Klassen

'

Ob jekt ` und

'

Hin tergrund ` darstellt. F

•

ur den

Hin tergrund en tfallen hierb ei die f

•

ur Ob jekte v erw endeten Lageparameter im Mo dell. Die W ahr-

sc heinlic hk eit f

•

ur die Zuordn ung eines Aussc hnitts zu V order- bzw. Hin tergrund wird in lok aler

Abh

•

angigk eit zu Nac h barp ositionen mo delliert. Bei Exp erimen ten in [27 ] wird eine V ersuc hsreihe
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mit der Klasse Sp arschwein (siehe Abbildung 3.2, Seite 56) aus dem COIL-20-Korpus durc hgef

•

uhrt,

w ob ei die 72 Bilder des pr o c esse d -Korpus in T rainings- und T estdaten aufgeteilt wurden (mit jew eils

36 Bildern). Die T estszenen b estehen aus inhomogenem Hin tergrund, v or den jew eils ein T estob-

jekt eingesetzt wurde. Der genaue Aufbau der T estszenen ist et w as unklar. P

•

osl und Niemann

geb en an, da� auc h die Menge der in ternen Rotationen (d.h. Rotationen in der Bildeb ene) b ei

der Analyse einer Szene abgesuc h t wird, d.h. auc h dieser P arameter sc hein t in den T estszenen zu

v ariieren. Die Lok alisierung b ei inhomogenem Hin tergrund gelingt in allen T estf

•

allen.

Ob w ohl sic h die Arb eit [30 ] v on Schiele lediglic h mit der Einzelob jektklassi�k ation (siehe Kapitel

2) b efa�t und den COIL-T rainingsk orpus hierb ei zur Ev aluation heranzieh t, wird in dieser Arb eit

ein V erfahren b en utzt, w elc hes Schiele und Cr o wley in [31 ] zur Lok alisierung v on Ob jekten in

T estszenen v erw enden. Es handelt sic h hierb ei um die An w endung v on multdimensional r e c eptive

�eld histo gr ams . Grundprinzip ist es, ein Merkmalshistogramm einer Region der T estszene mit dem

einer Referenz zu v ergleic hen und auf diese Art Ob jekte zu lok alisieren (d.h. es wird mit lok alen

Merkmalen gearb eitet). Der Ansatz b esteh t aus

� der W ahl geeigneter lok aler Merkmale,

� einem Mec hanism us zum V ergleic h zw eier Histogramme,

� dem gesc hic kten Aufbau der Histogramme bz

•

uglic h Merkmalsanzahl und Quan tisierung der

Histogrammein tr

•

age

Als lok ale Merkmale w erden R e c eptive �elds v erw endet. Dies sind lok ale lineare Op erationen, die

auf der Nac h barsc haft eines Pixels ausgef

•

uhrt w erden, um lok ale F orm-Merkmale zu gewinnen. Dies

erfolgt in [31 ] durc h An w endung geric h teter Gradien ten�lter. Diese w erden ansc hliessend energie-

normiert. Pro b etrac h teten Bildaussc hnitt w erden N

'

Messungen ` M

1

; : : : M

N

lok aler F ormmerk-

male v orgenommen. Die Ob jekterk enn ung wird als Maxim um-Lik eliho o d-En tsc heidung ausgef

•

uhrt,

w ob ei die statistisc he Unabh

•

angigk eit der b estimm ten Merkmale angenommen wird:

p ( k j

^

n

M

n

) =
argmax

k

(

Y

n

p ( M

n

j k )

)

(3.7)

Die W ahrsc heinlic hk eit p ( M

n

j k ) ist jew eils durc h das multdimensional r e c eptive �eld histo gr am der

Messung M

n

gegeb en.

3.4 Aufbau des Bildindizieres

Grundprinzip des Bildindizieres in der v orliegenden Arb eit ist es, mit einem sliding window fester

Gr

•

o�e

•

ub er das pr

•

asen tierte T estbild zu fahren und den sic h momen tan im F enster b e�ndenden

Bildaussc hnitt mit Metho den wie in Kapitel 2 dargestellt zu klassi�zieren. Mit diesem Ansatz k ann

b ereits die v ariable T ranslation eines Ob jekts abgedec kt w erden. Um ferner v ersc hiedene Sk alie-

rungsstufen abzudec k en, wird ein Multisk alenansatz gew

•

ahlt, d.h. die sliding-windo w-Prozedur

wird f

•

ur v ersc hiedene V ergr

•

o�erungsstufen des T estbildes ausgef

•

uhrt. Analog zu [21 ] en tstehen so

v on Moghadd am und Pentland mit multisc ale saliency maps b ezeic hnete Karten des T estbildes,
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IS

I

I

1

2
(i,j)

xsij

p(k) p(x     k) , k = 1,..., K}{ sij |

M(1, i,j)
M(2, i,j)

M(S, i,j)

(i  , j  , s  , k  ) =argmax M(s, i, j, k){ }

s, i, j

0 0 00
s, i, j, k

Abbildung 3.8: Multisk alenansatz mit sliding windo w zur Einzelob jektsuc he: Mit dem Ab-

fahren der T estszene mit einem sliding windo w in v ersc hiedenen Au


•

osungen en tstehen die

Karten M ( s; i; j ) ; s = 1 ; : : : ; S . Diese en thalten zu jeder Bildp osition eine Klassi�k ations-

h yp othese f

•

ur den Inhalt der mit der Bildp osition ( i; j ) assoziierten Region des sk alierten

Bildes I

s

. V ergleic he [21 ].

die f

•

ur jede P osition in einer Menge v on Au


•

osungsstufen W ahrsc heinlic hk eiten f

•

ur Ob jektklassen-

Zugeh

•

origk eit des jew eiligen Bildaussc hnitts b eeinhalten. Diese Karte m u� ansc hlie�end in geeigne-

ter Art und W eise ausgew ertet w erden. Das V orgehen des Systems ist in Abbildung 3.8 dargestellt.

Anders als b ei der Situation in Kapitel 2 ist es m

•

oglic h, da� der aktuell b etrac h tete Bildaussc hnitt

nic h t das en th

•

alt, w as als Ob jekt b ezeic hnet w erden sollte, also z.B. n ur T eile da v on (w eil mo-

men tan P osition o der Sk alierung nic h t

'

passen ` ) o der Hin tergrund. Es m u� also ein Mec hanism us

v orhanden sein, um En tsc heidungen eines zu Kapitel 2 analogen Klassi�k ators, der sic h immer f

•

ur

eine Ob jektklasse en tsc heidet, abzulehnen. Dies soll mit r eje ct b ezeic hnet w erden.

3.4.1 Lok ale En tsc heidungen

Der Bildindizierer hat f

•

ur eine T estszene v ariable An t w ortm

•

oglic hk eiten, da die Szene eins, meh-

rere, o der auc h k ein Ob jekt en thalten k ann. Deshalb ist es sc h wierig, die f

•

ur den Bildindizierer

v erw endete En tsc heidungsfunktion r ( I ) k ompakt darzustellen. Geh t man da v on aus, da� genau ein

Ob jekt in T estbild I v orhanden ist, so erh

•

alt man

r ( I ) =
argmax

k

�

max

s;i;j

f p ( k j x

sij

) g

�

(3.8)

w ob ei x

sij

der in Sk alierungsstufe s aus I

s

an P osition ( i; j ) ausgesc hnittene Merkmalsv ektor ist:

x

sij

= # [ f I

s

( i + r ; j + c ); ( r ; c ) 2 R g ] (3.9)
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Das sliding windo w sei durc h die Indexmenge R , j R j = D repr

•

asen tiert und # [ : ] die F unktion,

w elc he die ausgesc hnittenen Grau w erte in einen Merkmalsv ektor x 2 I R

D

transformiert.

Die W ahrsc heinlic hk eit p ( k j x

sij

) wird zun

•

ac hst unabh

•

angig v on der aktuell b etrac h teten P osition

( i; j ) o der Sk alierungsstufe s mo delliert, d.h. falls x

sij

= x

s

0

i

0

j

0

gilt, so ist p ( k j x

sij

) = p ( k j x

s

0

i

0

j

0

).

Bei sp

•

aterer V erw endung zus

•

atzlic her Informationen ausserhalb des aktuellen Bildaussc hnitts ist

dies un ter Umst

•

anden nic h t mehr der F all. Bei der Mo dellierung der W ahrsc heinlic hk eit p ( k j x

sij

)

stehen prinzipiell die in Kapitel 2 dargestellten Ans

•

atze zur V erf

•

ugung.

3.4.2 Kon�denz in eine lok ale En tsc heidung

In F orm ulierung (3.8) wird nic h t b er

•

uc ksic h tigt, wie v ertrauensw

•

urdig die En tsc heidung f

•

ur eine

Ob jektklasse ist. An sehr vielen Bildp ositionen wird die En tsc heidung f

•

ur eine Klasse unsinnig sein.

Demen tsprec hend sollte f

•

ur jeden Merkmalsv ektor x

sij

eine W ahrsc heinlic hk eit v ergeb en w erden,

da� x

sij

tats

•

ac hlic h ein Ob jekt darstellt. Diese relativiert die lok ale En tsc heidung des Klassi�k ators.

Liegt die Kon�denz un terhalb eines Sc h w ellen w ertes, wird der aktuelle Bildaussc hnitt als P osition

eines Ob jektes v erw orfen (reject). Somit wird (3.8) mo di�ziert zu

r ( I ) =
argmax

k

�

max

s;i;j

f p ( k ; x

sij

ist Ob jekt j x

sij

) g

�

=
argmax

k

�

max

s;i;j

f p ( k j x

sij

ist Ob jekt ; x

sij

) � p ( x

sij

ist Ob jekt j x

sij

) g

�

M odell

=
argmax

k

�

max

s;i;j

f p ( k j x

sij

) � p ( x

sij

ist Ob jekt j x

sij

) g

�

(3.10)

Hierb ei wird in (3.10) angenommen, da� die Ereignisse ( x

sij

ist Ob jekt) und ( x

sij

ist Ob jekt der

Klasse k ) v oneinander unabh

•

angig sind. Die En tsc heidung p ( x

ij k

ist Ob jekt j x

sij

) k ann distanzba-

siert fallen, b eispielsw eise -im F alle einer Nearest-Neigh b our-Klassi�k ation- als Normalv erteilung

der auftretenden Distanzen

p ( x

sij

ist Ob jekt )

M odell

=

1

p

2 � �

2

exp

�

�

1

2

( d

norm

( x

sij

) � � )

2

�

2

�

, w ob ei (3.11)

d

norm

( x

sij

) =

min

n;k

f d ( x

sij

; x

nk

) g

max

s

0

;i

0

;j

0

(

min

n;k

f d ( x

s

0

i

0

j

0

; x

nk

) g

)

(3.12)

Hierb ei wird der Mittelw ert � = 0, d.h. die theoretisc h minimale Distanz einer Beobac h tung zu

einer Referenz, v erw endet. Die Menge der T rainingsdaten ist dargestellt durc h f x

nk

; n = 1 ; : : : ; N

k

,

k = 1 ; : : : ; K g . Die V arianz �

2

ist je nac h V erteilung der Distanzen einzustellen. In den Exp eri-

men ten wird �

2

=

1

2 �

b en utzt, damit p ( x

sij

ist Ob jekt) = 1 gilt, falls d

norm

( x

sij

) = 0. (3.12)

sk aliert die auftretenden Distanzen linear auf einen W erteb ereic h zwisc hen 0 und 1. Der V erlauf

der Kon�denz abh

•

angig v on der erzielten Distanz (3.11) ist in Abbildung 3.9 dargestellt. V erw en-

det man zus

•

atzlic h einen Sc h w ellen w ert t in (3.10), so k ann auc h ausgedr

•

uc kt w erden, da� das

Bild nac h Mein ung des Klassi�k ators k ein einziges Ob jekt en th

•

alt. Die En tsc heidung (3.10) wird

so mo di�ziert zu
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r ( I ) =

(

r ( I ) gem

•

a� (3.10) ; falls p ( x

sij

ist Ob jekt ) > t

r ej ect sonst

(3.13)
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Abbildung 3.9: Kon�denz in eine lok ale En tsc heidung in Abh

•

angigk eit der erzielten Distanz.

Der W erteb ereic h der f

•

ur die Bildaussc hnitte der T estszene auftretenden Distanzen wird

linear auf [0 : : : 1] sk aliert. Mit einem Sc h w ellen w ert (hier 0.3) k

•

onnen Bildaussc hnitte, b ei

denen die Kon�denz zu gering ist, als Ob jektp osition v erw orfen w erden.

3.4.3 Multi-Ob jekterk enn ung

Die Erk enn ung mehrerer Ob jekte erfolgt durc h iterativ e An w endung v on Kriterium (3.13), w ob ei

f

•

ur jedes erk ann te Ob jekt der v on ihm b elegte Bildb ereic h aus der Karte v on I in den folgenden

Sc hritten nic h t mehr b er

•

uc ksic h tigt wird, d.h. in Pseudo co de:

(1) while TRUE do

(2) w ende (3.13) an

(3) if ( k ein w eiterer T re�er )

(4) exit

(5) en tferne den T re�er aus der Karte

(6) done

Sc hritt (3) pr

•

uft, ob (3.13) mit

'

reject ` gean t w ortet hat. Das En tfernen eines T re�ers aus der

Karte in Sc hritt (5) �ndet in der v orliegenden Arb eit statt, indem der v on einem T re�er b elegte

Bildb ereic h in der Karte in darau�olgenden Suc hen in der Karte ignoriert wird. Dies gesc hieh t aus

Gr

•

unden der Rec henzeit. Genauer ist es, nac h der Bestimm ung eines T re�ers die Karte un ter der

V oraussetzung bisher erzielter T re�er neu aufzubauen.

3.4.4 Motiv ation des w eiteren V orgehens

In der v orliegenden Arb eit wird f

•

ur die ausgesc hnittenen Merkmalsv ektoren der Nearest Neigh b our

Klassi�k ator v erw endet. Dieser wurde aus folgenden Gr

•

unden gew

•

ahlt:

� Visuelle Kon trolle des Klassi�k ationsergebnisses durc h Ansic h t der passenden Referenz.
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� Durc h V erw endung der T angen tendistanz wird der Nearest Neigh b our zu einem k onkur-

renzf

•

ahigen Klassi�k ator. Durc h den Einsatz der Sk alierungstangen te k ann geho�t w erden,

die Pyramide b eim Multisk alenansatz b esser aufzul

•

osen.

� An w endung in tuitiv v erst

•

andlic her Metho den der Bildv erarb eitung. Da b eim Nearest Neigh-

b our auf Pixel- und Grau w erteb ene gearb eitet wird, k

•

onnen in die zu b erec hnenden Distanzen

w eitere Informationen in tegriert w erden, die sic h z.B. auf Bereic he au�erhalb des aktuellen

Bildaussc hnitts b eziehen. Bei anderen Metho den (z.B. Merkmalsreduktion) ist dies nic h t ohne

w eiteres m

•

oglic h.

� Eine statistisc he Mo dellierung v on COIL-20 mit Ga uss 'sc hen Misc h v erteilungen ist aufgrund

der geringen Menge an T rainingsdaten, ab er auc h aufgrund der Art des Datenmaterials,

ung

•

unstig, da n ur eine Ansic h t pro Dreh wink el (w as einer Dic h te en tsprec hen k

•

onn te) v or-

handen ist.

Durc h den Multisk alenansatz in V erbindung mit einem sliding windo w ergeb en sic h erheblic he Re-

c henzeiten f

•

ur das Absuc hen eines Bildes. Hierb ei ist zu

•

ub erlegen, ob und wie b estimm te Regio-

nen, in denen sic h k eine Ob jekte b e�nden, als solc he erk ann t w erden k

•

onnen. Baker und Na y ar

nennen diese V orun tersuc h ung Pattern R eje ction [1 ]. Dort wird eine F unktion, w elc he f

•

ur einen

Merkmalsv ektor die Anzahl in F rage k ommender Klassenzuordn ungen v erringert o der den Merk-

malsv ektor v erwirft, als R eje ctor b ezeic hnet. F

•

ur die COIL-20-Datensammlung, deren T estszenen

stets Einzelob jekte v or sc h w arzem Hin tergrund en thalten, bieten sic h folgende M

•

oglic hk eiten an:

1. V erw erfen v on Bildaussc hnitten x

sij

, deren Grau w ertmasse m ( x

sij

) = jj x

sij

jj

2

einen Sc h w el-

len w ert un tersc hreitet. Diese Aussc hnitte sind als Hin tergrund einzustufen.

2. V erw erfen v on Bildaussc hnitten, b ei denen sic h ausserhalb des Aussc hnitts deutlic h mehr

Grau w ertmasse als innerhalb b e�ndet. In diesen F

•

allen ist da v on auszugehen, da� der ak-

tuell b etrac h tete Aussc hnitt nic h t das gesam te Ob jekt umfa�t, sondern lediglic h einen (zu

kleinen) T eil des T estob jekts

'

erkl

•

art ` . Dies ist in Abbildung 3.10 dargestellt. Die Grau-

w ertmasse au�erhalb des aktuell b etrac h teten Bildaussc hnitts wird im folgenden Handic ap

genann t. Der in dieser Arb eit implemen tierte Rejector f

•

ur das Handicap w ertet das V erh

•

altnis

zwisc hen Grau w ertmasse innerhalb und Grau w ertmasse au�erhalb des aktuell b etrac h teten

Bildaussc hnitts aus. Wird im folgenden v on einer Handicap-Reject Einstellung v on 1:0.1 ge-

spro c hen, ist damit gemein t, da� alle Bildaussc hnitte durc h den Rejector v erw orfen w erden,

b ei denen die Grau w ertmasse au�erhalb des momen tan b etrac h teten Bildb ereic hs mehr als

10% der Grau w ertmasse des aktuellen Bildaussc hnitts b etr

•

agt.

3. V erw erfen v on Bildaussc hnitten, die -anhand grob er Kriterien abgelesen- nic h t zu den Re-

ferenzen

'

passen ` . Kriterien k

•

onnen hierb ei die Grau w ertmasse m o der die En tropie H [18 ,

Absc hnitt 4.3.2] v on x

sij

sein. Sc h w ellen w erte t

min

, t

max

zu diesen Gr

•

o�en, z.B. f

•

ur die

En tropie, k

•

onnen aus den T rainingsdaten ermittelt w erden:

t

min

= (1 � � ) �

min

n;k

f H ( x

nk

) g (3.14)
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t

max

= (1 + � ) �
max

n;k

f H ( x

nk

) g (3.15)

Hierb ei k ann ein T oleranzfaktor 0 < � < 1 gew

•

ahlt w erden. Wird dieser Punkt angew endet,

dec kt er die F unktionalit

•

at v on Punkt 1 mit ab.

=
?

Abbildung 3.10: Auswirkung fehlerhafter Lok alisierung auf die Klassi�k ation. Durc h isolier-

tes Betrac h ten eines kleinen Aussc hnitts w erden m

•

oglic herw eise Ergebnisse geliefert, die zw ar

lok al eine gute Erkl

•

arung der T estszene liefern, global b etrac h tet ab er eine mangelhafte.

Motiv ation zum Einsatz der En tropie als Reject-Kriterium ist, da� hier stark e Un tersc hiede zwi-

sc hen Referenz und Beobac h tung auf eine falsc he Sk alierungsstufe hindeuten k

•

onnen, insb esondere,

w as zu stark e V ergr

•

osserung b etri�t. In diesem F all treten m

•

oglic herw eise relativ gro�e monotone

Fl

•

ac hen auf, die anhand ihrer geringen En tropie erk enn bar sind.

W erden die ob en genann ten Punkte sehr restriktiv angew endet, ergibt sic h implizit eine Segmen tie-

rung des T estbildes. Der zw eite Punkt k ann mo di�ziert w erden, indem die au�erhalb des aktuellen

Aussc hnitts liegende Grau w ertmasse in die Distanzb erec hn ung ein b ezogen wird, d.h. man b etrac h-

tet die Referenz mit fortgesetztem Hin tergrund:

h

sij

=

X

i

0

;j

0

:( i

0

;j

0

) =2 R ( i;j )

( I

s

( i

0

; j

0

))

2

(3.16)

Die Gr

•

o�e h

sij

, das Handic ap v on x

sij

, ist die Summe der Quadrate aller restlic hen, nic h t v om

aktuellen Bildaussc hnitt R ( i; j ) b etrac h teten Grau w erte im Bild I

s

, d.h. die Distanz zu einem

�ktiv en Hin tergrund Null (d.h. sc h w arz) der Referenz. F

•

ur die so mo di�zierte Nearest-Neigh b our-

Distanz zwisc hen einer Beobac h tung x

sij

und einer Referenz � ergibt sic h dann

d

handicap

( x

sij

; � ) = d

NN

( x

sij

; � ) + h

sij

(3.17)

w ob ei d

NN

die normale Nearest-Neigh b our-Distanz ist (siehe Absc hnitt 2.4.3). Zu b eac h ten ist,

da� n un stets Distanzen

•

ub er alle Pixel v on I

s

b erec hnet w erden, also Distanzen in un tersc hied-

lic hen Sk alierungsstufen nic h t mehr v ergleic h bar sind. In der v orliegenden Arb eit wird daher eine

Normierung der Distanzen auf die Anzahl eingegangener Pixel, d.h. die Gr

•

o�e v on I

s

, durc hgef

•

uhrt.

Durc h V erw endung des Handicaps in der Distanzb erec hn ung (3.17) k ann erho�t w erden, Probleme

wie das in Abbildung 3.11 dargestellte zu v ermeiden. In diesem F all ist die f

•

ur die F ehlklassi�-

k ation v eran t w ortlic he Grau w ertmasse au�erhalb des aktuellen Bildaussc hnitts gering gen ug, um
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den Aussc hnitt durc h einen auf Punkt 2 basierenden Rejector (f

•

ur die meisten Sc h w ellen w erte)

zu passieren. Durc h Ein
uss dieser Grau w ertmasse in die Distanzb erec hn ung (3.17) k ann ggf. eine

derartige F ehlerquelle v ermieden w erden.

?
=

Abbildung 3.11: Auswirkung fehlerhafter Lok alisierung auf die Klassi�k ation. Sc hon quan-

titativ geringe Lok alisierungsfehler k

•

onnen das Klassi�k ationsergebnis b eein
ussen.

Bei V erw endung des Handicap ist zu b eac h ten, da� sic h das Konzept in dieser F orm nic h t f

•

ur

die Multiob jekterk enn ung eignet, da die Grau w ertmasse aller anderen Ob jekte in das Handicap

eines Ob jekts eingeh t. In der Multi-Ob jekterk enn ung wird mit einem lok alen Handicap gearb ei-

tet, w elc hes lediglic h die Grau w ertmasse in einer b egrenzten Umgebung des aktuell b etrac h teten

Bildaussc hnitts umfa�t. Auc h dies bleibt ab er problematisc h, falls Ob jekte in einer T estszene sehr

dic h t zusammenliegen.

3.4.5 Helligk eitsanpassung

Ein b ei der Klassi�k ation handgesc hrieb ener Zi�ern nic h t auftretendes Problem ist die v ariable

Helligk eit des Bildmaterials. Dies mac h t sic h b ei ersten Exp erimen ten mit den T estbildern der

COIL-Datensammlung b emerkbar.

Murase uns Na y ar b en utzen in [22 ] zur Helligk eitsnormierung die Energienormierung. Dies hat

in der v orliegenden Arb eit gegen

•

ub er der lok alen Helligk eitsanpassung pro P aar (Referenz � 2 I R

D

,

Beobac h tung x 2 I R

D

) als g

•

unstiger erwiesen. Die lok ale Helligk eitsanpassung k ann f

•

ur ein additiv es

Beleuc h tungsmo dell erfolgen durc h

�

0

= � +

P

D

d =1

x

d

P

D

d =1

�

d

� 1

D

, w ob ei 1

D

= (1 ; : : : ; 1) 2 I R

D

(3.18)

bzw. f

•

ur ein m ultiplik ativ es Beleuc h tungsmo dell durc h

�

0

=

P

D

d =1

x

d

P

D

d =1

�

d

� � (3.19)

d.h. die Grau w erte einer Referenz � w erden jew eils so mo di�ziert, da� �

0

und x

•

ub er den gleic hen

mittleren Grau w ert v erf

•

ugen (der Normierungfaktor 1 =D k

•

urzt sic h jew eils w eg). Hierb ei sollte

zus

•

atzlic h mit Hin tergrunderk enn ung gearb eitet w erden, um die Anpassung unin teressan ter T eile

des Aussc hnitts zu v erhindern. Diese w erden dann b ei der Anpassung ausgeklammert. Auf COIL-

20 (Bildmaterial mit sc h w arzem Hin tergrund) k ann ein Sc h w ellen w ert zur Hin tergrunderk enn ung

b en utzt w erden.
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Allerdings w erden mit der Energienormierung b essere Resultate erzielt, w as so w ohl die F ehlerrate

als auc h den Rec hen b edarf b etri�t. Die Energienormierung f

•

ur einen Merkmalsv ektor x 2 I R

D

erfolgt durc h

x 7!

1

jj x jj

� x (3.20)

In der v orliegenden Arb eit �ndet hierb ei k eine Hin tergrunderk enn ung statt. Der Rec henaufw and

ist deutlic h geringer, da die Energienormierung f

•

ur jeden Bildaussc hnitt und jede Referenz n ur

einmal separat ausgef

•

uhrt w erden m u�, w

•

ahrend die individuelle Anpassung f

•

ur jedes P aar ( �; x )

erfolgt.

3.4.6 Ber

•

uc ksic h tigung v on v ariablem Hin tergrund

Betrac h tet man Szenen, die Ob jekte v or inhomogenem Hin tergrund en thalten, ist eine Iden ti�k ati-

on v on V ordergrund (d.h. in teressan ten Bildteilen) und Hin tergrund (en tsprec hend unin teressan te

Bildteile) nic h t ohne w eiteres m

•

oglic h, und Mec hanismen wie der dargestellte Einsatz v on Handicap

greifen nic h t mehr. F alls die T rainingsdaten immer no c h homogenen Hin tergrund en thalten (und

dieser b estimm bar ist), k

•

onnen b ei der Distanzb erec hn ung Stellen, an denen die Referenz Hin ter-

grund en th

•

alt, ignoriert w erden, d.h. man l

•

a�t in den T estszenen b eliebigen Hin tergrund zu. Die

F unktionsw eise en tspric h t der einer Sc hablone, die f

•

ur eine segmen tierte Referenz Hin tergrundpixel

ausblendet. Durc h dieses V erfahren gehen allerdings f

•

ur jede Referenz un tersc hiedlic h viele Pixel

in die Distanzb erec hn ung ein, w as den V ergleic h v on Distanzen un tereinander v erf

•

alsc h t. Daher

sollte auc h hier eine Normierung der Distanz auf die tats

•

ac hlic h v erw endete Anzahl v on Pixeln b ei

der Distanzb erec hn ung v orgenommen w erden.

Negativ an diesem Ansatz ist, da� durc h das Ausblenden des Hin tergrundes in den Referenzen zu

einem gewissen Grad auc h die F orminformation v erlorengeh t. Dieser Sac h v erhalt ist in Abbildung

3.12 sc hematisc h dargestellt.

Testszene

Referenz
(Hintergrund transparent)

Abbildung 3.12: Problem b ei V erw endung eines T ransparenzk anals f

•

ur die Referenzen: Die

F orminformation eines Ob jekts geh t in diesem F all v erloren. Die Distanz v on Szenenaus-

sc hnitt und Referenz ist Null.
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F erner ist die Normierung alleine auf die Anzahl v on

'

V ordergrund ` - Bildpunkten problematisc h,

da dies kleine Referenzen b ev orzugt, w elc he n ur einen kleineren T eil des aktuellen Bildaussc hnitts

'

erkl

•

aren ` . Bei dem mit inhomogenem Hin tergrund durc hgef

•

uhrten Exp erimen t in der v orliegenden

Arb eit hat sic h die Normierung auf die Anzahl der V ordergrund-Pixel allerdings als brauc h bar

erwiesen.

Moghadd am und Pentland v erw enden in [21 ] die KL T (siehe Absc hnitt 2.5.1) zur Merkmals-

reduktion b etrac h teter Bildb ereic he. Diese ist implizit toleran t gegen

•

ub er b eliebigem Hin tergrund,

falls dieser f

•

ur alle Referenzen nahezu k onstan t ist. Durc h die daraus resultierende niedrige V a-

riabilit

•

at des Hin tergrundes wird dessen Repr

•

asen tation b ei der Konstruktion des Eigenraums

v ernac hl

•

assigt.

3.5 Ergebnisse und Diskussion

Durc h den gew

•

ahlten Multisk alenansatz in V erbindung mit einem sliding windo w ergeb en sic h

v ersc hiedene Systemparameter, die zu w

•

ahlen sind:

� Die Gr

•

o�e des sliding windo w.

� Die Anzahl zu v erw endender Sk alierungsstufen b eim Multisk alenansatz.

� Sc h w ellen w erte f

•

ur die v erw endbaren Rejectors.

Das sliding windo w ist stets so gro� wie die zur Klassi�k ation v erw endeten Referenzbilder. Die

Sk alierungsstufen umfassen stets den Bereic h zwisc hen maximaler V erkleinerung der T estszene (so

da� no c h Bilder in Gr

•

o�e des sliding windo w ausgesc hnitten w erden k

•

onnen) und der Original-

gr

•

o�e der T estszene (d.h. die Gr

•

osse der Referenzbilder ist gleic hzeitig die minimale Gr

•

o�e v on

Ob jekten, die gefunden w erden k

•

onnen). Demnac h k ann die Gr

•

o�e eines Ob jekts in der Szene v on

minimal Referenzengr

•

o�e bis maximal Szenengr

•

o�e v ariieren. Die Generierung v on S Sk alierungs-

stufen erfolgt dann durc h Ziehen der S -ten W urzel aus dem maximalen V erkleinerungsfaktor, w as

den Sk alierungsfaktor zwisc hen zw ei b enac h barten Eb enen der Multisk alenp yramide ergibt.

Die b en

•

otigte Rec henzeit f

•

ur das Durc hsuc hen eines Bildes mit einem sliding windo w h

•

angt w e-

sen tlic h v on dessen Seitenl

•

ange ab, w eshalb in der v orliegenden Arb eit auf COIL-20 nic h t mit

einem F enster der Gr

•

osse 128x128 gearb eitet wird, sondern die die Referenzen v erkleinert w erden.

Dab ei ist zu b eac h ten, da� die V erkleinerung so gew

•

ahlt wird, da� die Klassen f

•

ur den Klassi�k ator

separierbar bleib en. Die V erkleinerung der Referenzen b edeutet ferner (durc h die Un terabtastung)

eine gewisse T oleranz gegen

•

ub er leic h ten Bildst

•

orungen wie geringes ho c hfrequen tes Rausc hen und

v ereinzelte Pixelfehler. In der Arb eit v on Theiner [36 ] k

•

onnen die v erw endeten Bilddaten (Ra-

diographien) b eispielsw eise sehr stark (ca. F aktor 50) v erkleinert w erden, ohne da� es zu einem

signi�k aten Abfall der Erk enn ungsleistung k omm t.

Auf dem USPS-Korpus, zu dem aus den T estdaten k

•

unstlic h T estszenen erzeugt wurden, stellt sic h

diese F rage nic h t: Es wird mit einem 16x16 Pixel gro�en sliding windo w gearb eitet. Anhand der
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Exp erimen te mit USPS sollen einige Einstellungen (und Probleme) des Bildindizierers motiviert

und erl

•

autert w erden, die danac h b ei Exp erimen ten auf COIL-20

•

ub erpr

•

uft w erden.

3.5.1 Exp erimen te mit USPS

Aufgrund der anfallenden Rec henzeiten und der b egrenzten Zeit f

•

ur die v orliegende Arb eit b e-

sc hr

•

ank en sic h Exp erimen te mit Daten aus dem USPS-Korpus auf die Ben utzung der ersten 100

T estbilder. Die 1-Nearest-Neigh b our-F ehlerrate f

•

ur die Einzelob jekterk enn ung liegt hier b ei 6%.

F

•

ur Exp erimen te mit dem Bildindizierer w erden die T estbilder zufallsgesteuert auf eine Gr

•

osse

zwisc hen 16x16 und 32x32 Pixel sk aliert und an zuf

•

allig ausgew

•

ahlte P ositionen in ein Bild der

Gr

•

osse 96x96 Pixel (mit sc h w arzem Hin tergrund) eingesetzt. F

•

ur die Multisk alenp yramide w erden

10 Stufen gew

•

ahlt, die ob erste Stufe liegt b ei 16x16 Pixeln (Sk alierungsfaktor 0.167, 1 Merk-

malsv ektor), die un terste b ei 96x96 Pixeln (Sk alierungsfaktor 1.0, 81x81 P ositionen, d.h. 6561

Merkmalsv ektoren).

Nearest Neigh b our

In einem ersten Exp erimen t wird der

'

normale ` 1-Nearest-Neigh b our-Klassi�k ator b en utzt, oh-

ne da� Mec hanismen zum V erw erfen aussic h tsloser Bildregionen o der die Handicap-Distanz zum

Einsatz k ommen. Demen tsprec hend wird die Multisk alenp yramide v ollst

•

andig durc hsuc h t, w as

1+25+81+196+40 0+ 784 +1 44 4+ 24 01 +4 09 6+ 65 61 = 15989 Merkmalsv ektoren pro T etsszene er-

gibt. Es wird eine F ehlerrate v on 73% erzielt. Abbildung 3.13 stellt die Probleme dar, die durc h

das alleinige Betrac h ten eines Aussc hnitts der Szene en tstehen. Die Referenzen, hier die klassen b e-

sten n

•

ac hsten Nac h barn, (urspr

•

unglic h 16x16 Pixel gro�) sind so sk aliert und p ositioniert, da� sie

mit dem Bildb ereic h der T estszene, den sie erkl

•

aren, k orresp ondieren. Zum b esseren V erst

•

andnis

sind die Bildregionen, w elc he durc h die Referenzen erkl

•

art w erden, mit einem Rahmen markiert.

Man b eac h te, da� der V ergleic h stets in einem 16x16 Pixel gro�en F enster statt�ndet, die T est-

szene also b eispielsw eise f

•

ur den T re�er

'

9 ` , der ziemlic h w eit ob en in der Multisk alenp yramide

erzielt wurde, stark v erkleinert ist. Die b eiden Referenzen mit den geringsten Distanzen

'

erkl

•

aren `

n ur einen sehr kleinen T eil der Szene (d.h. der Zi�er

'

0 ` ), sie wurden auf der un tersten Stufe der

Multisk alenp yramide erzielt. Die fehlerhaft gefundene Zi�er

'

2 ` stellt ferner ein Problem dar, w eil

die Grau w ertmasse dieser Referenz sehr nah an Null liegt, d.h. es treten zu Bildaussc hnitten, die

eb enfalls sehr w enig V ordergrundinformation en thalten (et w a eine stark v erkleinerte T estszene,

siehe Abbildung 3.14), n ur geringe Distanzen auf. Der dritte T re�er erkl

•

art zw ar alle V ordergrund-

pixel der T estszene, ab er als zu kleinen T eil einer gro�en Referenz. Im V ergleic h zu der k orrekten

An t w ort, die erst an vierter Stelle (aller Klassen) genann t wird, geh t durc h die Sk alierung sehr viel

w eniger Grau w ertmasse der zu erkl

•

arenden Beobac h tung in den V ergleic h zwisc hen der Referenz

'

9 ` und

'

0 ` ein als in den V ergleic h zwisc hen der Referenz

'

0 ` und

'

0 ` _

Nearest Neigh b our mit v orgesc haltetem Rejector

Als n

•

ac hstes w erden alle Bildp ositionen v erw orfen, deren Region b ez

•

uglic h En tropie und Grau-

w ertmasse (gemessen als Summe der Grau w ertquadrate) den W erteb ereic h der T rainingsdaten
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Testszene

klassenbeste nächste Nachbarn

Klasse 2 Klasse 1 Klasse 0Klasse 9

Abbildung 3.13: 2 t ypisc he F ehler rein lok aler En tsc heidungen b ei der Bildindizierung: Die

F ehler treten auf, da zu w enig Bildinformation in die En tsc heidung eingeh t: Die ersten

b eiden T re�er erkl

•

aren n ur einen geringen T eil der Bildinformation, der dritte T re�er

'

9 `

erkl

•

art die durc h V erkleinerung zu stark reduzierte Bildinformation. Beides resultiert in

einer ungen

•

ugenden Erk enn ungsleistung.

plus einem T oleranzb ereic h v on � 10% v erlassen. Die F ehlerrate sinkt hierdurc h auf 58% und die

Anzahl zu klassi�zierender V ektoren wird auf ca. 3000-4000 pro Bild gesenkt.

Eine w eitere M

•

oglic hk eit ist das V erw erfen v on Bildaussc hnitten, b ei denen ein zu hoher An teil

der im Bild v orhandenen Grau w ertmasse nic h t

•

ub erdec kt wird. Hierb ei wird allerdings das Wis-

sen b en utzt, da� sic h in jeder T estszene lediglic h eine Zi�er b e�ndet. In diesem Exp erimen t wird

der Sc h w ellen w ert sehr restriktiv eingesetzt: Als Einstellung f

•

ur den Handicap Rejector wird eine

Sc h w elle v on 0:0.1 v erw endet, d.h. alle Bildaussc hnitte, f

•

ur w elc he die au�enliegende Grau w ertmas-

se mehr als 10% der innenliegenden Grau w ertma�e b etr

•

agt, w erden v erw orfen. Demen tsprec hend

liegt die Anzahl v on pro T estszene un tersuc h ten Merkmalsv ektoren b ei ca. 200 bis 300. Die er-

zielte F ehlerrate liegt b ei 45%. In Abbildung 3.14 ist ein t ypisc hes Problem dargestellt, w elc hes

auc h durc h die V erw endung des Handicap-Rejectors nic h t b ehob en w erden k ann: Das Handicap

v erhindert lediglic h, da� zu kleine Aussc hnitte der T estszene als T re�er akzeptiert w erden (also

b eispielsw eise die b eiden ersten T re�er in Abbildung 3.13). Die auftretenden F ehler resultieren aus

dem umgek ehrten F all: Die Referenz erkl

•

art einen zu gro�en Bildb ereic h (w elc her ein Handicap

v on Null b esitzt).

Nearest Neigh b our mit Handicap-Distanz

Da n ur ein einzelnes Ob jekt pro T estszene v orliegt und diese

•

ub er homogenen, sc h w arzen Hin ter-

grund v erf

•

ugt, wird in diesem Exp erimen t statt der Distanz zwisc hen Bildaussc hnitt und Referenz

n un die Distanz des Bildaussc hnitts zu den Referenzen mit fortgesetztem Hin tergrund b etrac h tet.

Damit sollten F ehler wie der durc h die b eiden ersten T re�er in Abbildung 3.13 v ermieden w erden.

Es wird eine F ehlerrate v on 9% erzielt. Im V ergleic h zur An w endung des Handicap-Rejectors er-

folgt b ei An w endung der Handicap-Distanz eine Normierung der auftretenden Distanzen auf die

Anzahl der Pixel der b etrac h teten Sk alierungsstufe, w o durc h falsc hen T re�er wie die in Abbildung

3.14 deutlic h herabgestuft w erden.
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Testszene

klassenbeste nächste Nachbarn

Klasse 2 Klasse 4 Klasse 9 Klasse 0

Abbildung 3.14: Ein F ehler b ei der Bildindizierung, der v om Handicap-Rejector nic h t v er-

hindert w erden k ann. Das Handicap (d.h. die Ben utzung der Grau w ertmasse ausserhalb des

aktuell b etrac h teten Bildaussc hnitts f

•

ur die Distanzb erec hn ung o der f

•

ur einen Rejector) ist

f

•

ur alle 3 falsc hen T re�er Null. Durc h die geringe Grau w ertmasse der Referenzen en tstehen

geringere Distanzen zu der stark v erkleinerten T estszene als f

•

ur die k orrekte Klasse auf der

k orrekten Sk alierungsstufe.

Nearest Neigh b our mit Handicap-Distanz und v orgesc haltetem Rejector

Ein k om binierter Rejector basierend auf Handicap (Sc h w elle 1:0.1) und T rainingsdaten-W erteb erei-

c hen ( � 10% En tropie und Grau w ertmasse) erzielt b ei V erw endung der Handicap-Distanz sc hlie�lic h

eine F ehlerrate v on 6%, d.h. ein eb ensogutes Ergebnis wie der 1-NN auf dem USPS-Standardk orpus.

Eine Zusammenfassung der erzielten Ergebnisse ist in T ab elle 3.1 dargestellt.

T ab elle 3.1: Bildindizierungs-F ehlerrate auf Szenen mit den ersten 100 USPS-T estzi�ern in

Abh

•

angigk eit v ersc hiedener Ma�nahmen. Keine Helligk eitsanpassung, Multisk alenp yramide

mit 10 Stufen.

V orgehen F ehlerrate [%]

lok aler Nearest Neigh b our 73

lok aler Nearest Neigh b our, W erteb ereic h-Rejector 58

lok aler Nearest Neigh b our, Handicap-Rejector 45

Handicap Nearest Neigh b our 9

Handicap Nearest Neigh b our, k om binierter Rejector 6

In gewisser W eise und v orausgesetzt, man tri�t die k orrekte Sk alierung, en tspric h t der Einsatz

des sliding windo ws der in Absc hnitt 2.6.2 v orgestellten Virtual T est Sample -Metho de mit Be-

n utzung der Maxim um-Regel. Betrac h tet man b eim Ausw erten der Karte die Nac h barsc haft einer

Bildp osition, lassen sic h auc h die

•

ubrigen VTS-Regeln b en utzen.

Multi-Ob jekterk enn ung

Zur Multi-Ob jekterk enn ung wurden in An b etrac h t der gegeb enen Zeit n ur einige kurze Exp erimen-

te durc hgef

•

uhrt. Die Sc h wierigk eit der Aufgab e b esteh t darin, da� neb en der Klassenzugeh

•

origk eit

und P osition der Ob jekte in der T estszene auc h die Anzahl an Ob jekten un b ek ann t ist. Das Erk en-

n ungssystem m u� also feststellen, ob k eine (w eiteren) Ob jekte mehr in einer Szene v orhanden sind.
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F erner sind gewisse Mec hanismen, w elc he die F ehlerrate (und die Laufzeit) b ei der Indizierung v on

Szenen mit n ur einem Ob jekt hilfreic h sind, n un nic h t mehr an w endbar, b eispielsw eise der Einsatz

des globalen Handicaps f

•

ur einen Aussc hnitt. F

•

ur Exp erimen te auf USPS wurden Zi�ern aus dem

USPS-T estk orpus in v ariabler Anzahl (1 bis 4) und Sk alierung (16x16 bis 32x32) in T estszenen

eingesetzt, w elc he wie b ei der Einzelob jekt-Erk enn ung sc h w arzen Hin tergrund aufw eisen.

Die Berec hn ung des Handicap (siehe Absc hnitt 3.4.4, (3.17)) erfolgt hier -aus b ereits erw

•

ahn-

ten Gr

•

unden- lediglic h in einer lok alen Umgebung um jeden Bildaussc hnitt. Abbildung 3.15 zeigt

die Resultate exemplarisc h durc hgef

•

uhrter Indizierungen auf einigen Beispielbildern. In dem Ex-

p erimen t wurde mit einem lok alen Handicap gearb eitet, w elc hes eine Umgebung mit der drei-

fac hen Fl

•

ac he des aktuellen Bildaussc hnitts umfa�t (d.h. b ei einem 24x24 Pixel gro�en sliding

windo w umfa�t das Handicap eine Fl

•

ac he v on 48x48 Pixeln, in deren Mitte der Bildaussc hnitt

liegt). Als Handicap-Rejector-Sc h w elle wird 1:1 v erw endet und der Rejector f

•

ur T rainingsdaten-

W erteb ereic hspr

•

ufung wird b en utzt. Die Handicap-Distanz wurde nic h t v erw endet, stattdessen

�ndet pro Bildaussc hnitt Energienormierung statt. Ohne Energienormierung und V erw endung der

Handicap-Distanz en tsteh t ein v ergleic h bares Ergebnis.

Testszenen

Resultat des Bildindizierers, Referenzen

Abbildung 3.15: Multi-Ob jekterk enn ung auf USPS. Man b eac h te die sehr k onserv ativ e An-

ordn ung der T estob jekte. F

•

ur sehr eng b eieinanderliegende Zi�ern sind Mec hanismen wie

das Handicap f

•

ur Distanzb erec hn ung und reject n ur sehr eingesc hr

•

ankt n utzbar. Ob en: T est-

szenen, un ten: Zu erk ann ten Ob jekten wurde die Referenz zum Ob jekt k orresp ondierend

sk aliert und an die en tsprec hende P osition gesetzt.

3.5.2 Exp erimen te mit COIL-20

Bei den Exp erimen ten wird der mit pr o c esse d b ezeic hnete T eil der COIL-20-Datensammlung als

Referenzdatenmenge b en utzt und der mit unpr o c esse d b ezeic hnete (ohne Mo di�k ationen) als T est-

k orpus. Um sic herzustellen, da� T rainings- und T estdatenmenge wirklic h un tersc hiedlic h sind (aus

[24 ] geh t nic h t eindeutig herv or, ob der pr o c esse d -Korpus direkt aus dem unpr o c esse d -Korpus ge-

w onnen wurde), w erden jew eils 36 Bilder (die zu ungeraden Dreh wink eln) jeder Klasse aus dem
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pr o c esse d -Korpus als Referenzen und die Bilder zu den jew eils

•

ubrigen 36 (d.h. geraden) Dreh-

wink eln aus dem unpr o c esse d -Korpus als T estszenen v erw endet. Wie b ereits angespro c hen, wird

nic h t mit den 128x128 Pixel gro�en Referenzbildern gearb eitet, sondern diese w erden herun ter-

sk aliert. Hierb ei wird mit v ersc hiedenen Gr

•

o�en exp erimen tiert. Eb enso soll un tersuc h t w erden,

wie feinstu�g die Multisk alenp yramide aufgebaut w erden m u�, um die Sensitivit

•

at des euklidi-

sc hen Distanzma�es gegen

•

ub er Sk alierungsun tersc hieden (siehe Absc hnitt 2.6.3) zu k omp ensieren.

Zu b eac h ten ist, da� ob w ohl n ur T estdaten aus 5 Klassen v orliegen, die Bildindizierung stets als

20-Klassen-Problem b ehandelt wird.

In einem ersten Exp erimen t wird der auf USPS (siehe en tsprec hender Absc hnitt) erfolgreic h v er-

w endete k om binierte Rejector b en utzt, d.h.

� V erw erfen v on Bildaussc hnitten, die den W erteb ereic h der Referenzen f

•

ur Grau w ertmasse

und En tropie um mehr als eine T oleranz v on 10% v erlassen.

� V erw erfen v on Bildaussc hnitten, deren Handicap h

•

oher als 1:1 ist, d.h. falls die Grau w ert-

masse au�erhalb des Bildaussc hnitts h

•

oher als die innerhalb ist.

F

•

ur die Multisk alenp yramide w erden zun

•

ac hst 15 Stufen gew

•

ahlt. Die Ergebnisse in Abh

•

angigk eit

der v erw endeten Gr

•

o�e des sliding windo ws, d.h. der Gr

•

o�e der zur Klassi�k ation v erw endeten

Referenzbilder, sind in T ab elle 3.2 dargestellt.

T ab elle 3.2: Bildindizierungs-F ehlerrate auf COIL-20 in Abh

•

angigk eit der Gr

•

o�e des sliding

windo ws, k eine Helligk eitsanpassung, Multisk alenp yramide mit 15 Stufen, k om binierter Re-

jector (Handicap-Reject-Sc h w elle 1:1, Referenzen-W erteb ereic h � 10% f

•

ur En tropie, Grau-

w ertmasse)

Gr

•

o�e des sliding windo w F ehlklassi�k ationen (v on 180)

16x16 0+12+3+9+0 = 13.3%

24x24 0+7+6+11+0 = 13.3%

32x32 0+9+6+10+0 = 13.9%

Die Helligk eitsab w eic h ung zwisc hen Referenzen und den Ob jekten in den T estszenen ist o�en bar

zu ho c h, um eine gute Erk enn ung zu erm

•

oglic hen. Deshalb wird in einem n

•

ac hsten Exp erimen t

die Energienormierung b en utzt, um Referenzen und ausgesc hnittene Bildb ereic he anzupassen. Die

hierb ei erzielten Ergebnisse sind in T ab elle 3.3 dargestellt.

O�en bar sc hein t eine F enstergr

•

o�e (und damit Referenzengr

•

o�e) v on ca. 24x24 Pixeln einen ge-

eigneten Kompromi� zwisc hen Detailau


•

osung (zur Diskriminanz zwisc hen Klassen) und Un ter-

abtastung (zur Robustheit gegen

•

ub er geringen lok alen St

•

orungen und zur Besc hleunigung des Er-

k enn ungsv organgs) zu sein. In Abbildung 3.16 sind Beispiele zu An t w orten des Bildindizierers

dargestellt, die auc h einen Eindruc k v on der Au


•

osung geb en, auf der Beobac h tung (d.h. Inhalt

des sliding windo ws) und Referenzbilder v erglic hen w erden.

F erner soll un tersuc h t w erden, in wiew eit die Au


•

osung der Multisk alenp yramide Ein
u� auf die

Erk enn ungsleistung nimm t. Ergebnisse hierzu sind in T ab elle 3.4 dargestellt.
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T ab elle 3.3: Bildindizierungs-F ehlerrate auf COIL-20 in Abh

•

angigk eit der Gr

•

o�e des sliding

windo ws, Helligk eitsanpassung durc h Energienormierung, Multisk alenp yramide mit 15 Stu-

fen, k om binierter Rejector (Handicap-Reject-Sc h w elle 1:1, Referenzen-W erteb ereic h � 10%

f

•

ur En tropie, Grau w ertmasse)

Gr

•

o�e des sliding windo w F ehlklassi�k ationen (v on 180)

16x16 0+8+5+5+0 = 10.0%

24x24 0+1+3+0+0 = 2.2%

32x32 0+4+7+6+0 = 9.4%

Testszene

16x16

32x32

Abbildung 3.16: Einige An t w orten des Bildindizierers f

•

ur COIL-T estszenen. Gut zu erk en-

nen ist die un tersc hiedlic he Helligk eit b ei T estszenen (link e Spalte) und Referenzen (

•

ubrige

Spalten, klassen b este T re�er, in v on links nac h rec h ts fallender W ahrsc heinlic hk eit). Ob en:

16x16 Pixel gro�es sliding windo w: Die niedrige Au


•

osung des sliding windo ws (und da-

mit der Referenzbilder) ersc h w ert die k orrekte Klassi�k ation einer Sc hac h tel der Klasse 5

un ten: 32x32 Pixel gro�es sliding windo w: Nun sind die Sc hac h teln b esser un tersc heidbar.

(v ergleic he Abbildung 3.2).

Wie erw artet, erm

•

oglic h t eine eine feinere Au


•

osung der Sk alierungsstufen eine b essere Erk en-

n ungsleistung. Die Ergebnisse zeigen, wie wic h tig das

'

T re�en ` der ric h tigen Sk alierungsstufe f

•

ur

eine akzeptable Erk enn ungsleistung ist, insb esondere b ei V erw endung des Euklidisc hen Abstandes

als Distanzma�. Die fehlerfreie Indizierung der T estklassen 13 und 7 (T estklasse 1 und 5) b ei Ben ut-

zung v on lediglic h 5 Sk alierungsstufen ist m

•

oglic h, da hier zuf

•

allig die Sk alierung der T estob jekte

getro�en wird. Bei T estszenen der anderen Klassen ist dies o�ensic h tlic h nic h t der F all.

F

•

ur 40 Sk alierungsstufen ist eine fehlerfreie Indizierung aller T estszenen m

•

oglic h. Hierb ei w erden

pro Bild et w a 5000-6000 Merkmalsv ektoren klassi�ziert (der Rest wird durc h den k om binierten

Rejector v erw orfen).

Des w eiteren soll der Ein
u� des Sc h w ellen w ertes f

•

ur den Handicap-Rejector un tersuc h t w erden,



78 KAPITEL 3. ST A TISTISCHE KLASSIFIKA TION F

•

UR DEN BILDZUGRIFF

T ab elle 3.4: Bildindizierungs-F ehlerrate auf COIL-20 in Abh

•

angigk eit der Au


•

osung der Mul-

tisk alalenp yramide. Helligk eitsanpassung (durc h Energienormierung), F enstergr

•

o�e 24x24

k om binierter Rejector (Handicap-Reject-Sc h w elle 1:1, Referenzen-W erteb ereic h � 10% f

•

ur

En tropie, Grau w ertmasse)

Anzahl Sk alierungsstufen F ehlklassi�k ationen (v on 180)

5 0+22+22+36+0 = 44.4%

10 0+4+1+6+0 = 6.1%

15 0+1+3+0+0 = 2.2%

20 0+0+1+2+0 = 1.7%

30 0+0+0+2+0 = 1.1%

40 0+0+0+0+0 = 0%

d.h. in wiew eit sic h die Erk enn ungsleistung

•

andert, falls Bildb ereic he als Ob jektp ositionen zugelas-

sen w erden, w elc he b ei einer m

•

oglic hen Segmen tierung eher un w ahrsc heinlic h w

•

aren. Die Ergebnisse

zu diesem Exp erimen t sind in T ab elle 3.5 dargestellt. Ansc heinend ergeb en sic h auf COIL nic h t

derart viele F ehlerquellen zur falsc hen Erk enn ung eines Szenen teilb ereic hs als Ob jekt wie auf USPS,

so da� dieser P arameter auf COIL w eniger wic h tig ist.

T ab elle 3.5: Bildindizierungs-F ehlerrate auf COIL-20 in Abh

•

angigk eit der Handicap-Reject-

Sc h w elle. Helligk eitsanpassung (durc h Energienormierung), F enstergr

•

o�e 24x24, 15 Sk alie-

rungsstufen k om binierter Rejector (Handicap-Reject-Sc h w elle 1:1, Referenzen-W erteb ereic h

� 10% f

•

ur En tropie, Grau w ertmasse)

Handicap-Reject-Sc h w elle F ehlklassi�k ationen (v on 180)

1:0.1 0+0+2+0+0 = 1.1%

1:1 0+1+3+0+0 = 2.2%

1:2 0+1+1+2+0 = 2.2%

Ergebnisse f

•

ur andere Aufteilungen des COIL-20 Korpus

Im Rahmen w eiterer Un tersuc h ungen wird eine Indizierung aller Bilder des T estk orpus v on COIL-20

( unpr o c esse d ) un ter V erw endung aller Bilder des T rainingsk orpus ( pr o c esse d ) als Referenzen durc h-

gef

•

uhrt. Dab ei wird der k om binierte Rejector f

•

ur Handicap (1:0.1) und Referenzen-W erteb ereic h

( � 10% b ez

•

uglic h En tropie und Grau w ertmasse) v erw endet. Hierb ei ergibt sic h f

•

ur eine sliding-

windo w-Gr

•

o�e v on 28x28 Pixel und die W ahl v on 15 Sk alierungsstufen eine F ehlerrate v on 0%.

Un tersuc h ungen im Rahmen normaler Ob jektklassi�k ation, wie z.B. die Arb eiten v on Baker und

Na y ar [1 ] o der die Arb eit v on Schiele [30] b en utzen eine Aufteilung des COIL-20 T rainings-

k orpus pr o c esse d in eine T rainings- und T estdatenmenge. Hier erzielt allerdings b ereits der 1-NN-

Klassi�k ator f

•

ur Bildgr

•

o�en v on z.B. 16x16, 24x24 und 32x32 eine F ehlerrate v on 0%.
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V ersuc he mit inhomogenem Hin tergrund

P

•

osl und Niemann ev aluieren das in [27 ] v orgestellte System u.a. anhand man uell erstellter T est-

szenen. Der pr o c esse d -Korpus v on COIL-20 wird hier f

•

ur in 2 disjunkte Mengen v on Referenz-

und T estbildern aufgeteilt und die T estbilder jew eils einzeln in eine T estszene mit inhomogenem

Hin tergrund eingesetzt. Dokumen tierte V ersuc he wurden lediglic h mit der Klasse

'

Sparsc h w ein `

(siehe Abbildung 3.2) durc hgef

•

uhrt, d.h. es �ndet lediglic h die Lok alisierung statt, Ob jektklasse

und Sk alierung sind fest. Um die in Absc hnitt 3.4.6 v orgestellte Behandlung v on inhomogenem

Hin tergrund zu ev aluieren, wurde ein

•

ahnlic her V ersuc hsaufbau gew

•

ahlt. Allerdings wird v on dem

in der v orliegenden Arb eit b esc hrieb enen System nic h t den P arameterraum f

•

ur Ob jektrotationen

in der Bildeb ene abgesuc h t, sondern lediglic h den P arameterraum der T ranslation. Andererseits

wird, da der Sc h w erpunkt der v orliegenden Arb eit auf der Klassi�k ation im Bild v orhandener

Ob jekte abzielt, in diesem Exp erimen t nac h Ob jekten aus allen 20 Klassen in der jew eiligen T est-

szene gesuc h t, d.h. es wird mit 720 (= 36 � 20) Referenzbildern gearb eitet. Die 36 T estbilder der

Klasse

'

Sparsc h w ein ` w erden zuf

•

allig in eine T estszene mit inhomogenem Hin tergrund eingesetzt.

Um analog zu P

•

osl und Niemann mit einer festen Sk alierung der Ob jekte zu arb eiten, w erden

100x100 Pixel gro�e T estszenen v erw endet, in die Beobac h tungen der Gr

•

o�e 24x24 Pixel eingesetzt

sind. Die Indizierung �ndet n ur auf dieser Sk alierungsstufe statt. Das Handicap wird aufgrund

des inhomogenen Hin tergrundes nic h t v erw endet, eb enso w erden die T rainingsdaten-W erteb ereic h-

Rejectors nic h t v erw endet. Somit w erden alle 77 � 77 = 5929 P ositionen im Bild abgesuc h t. Bei der

Distanzb erec hn ung w erden k eine Distanzen an Pixeln b erec hnet, b ei denen die jew eilige Referenz

Hin tergrund aufw eist. Der Hin tergrund in den Referenzen wurde mit einem sc h w ellen w ertgesteu-

erten 
o o d-�ll b estimm t. Die Rec henzeit auf einer Digital Alpha-Masc hine b ew egt sic h f

•

ur 720

Referenzen und 5929 Bildaussc hnitte b ereits im Bereic h v on 2-3 Min uten. Im Exp erimen t wurden

30 der 36 T estszenen k orrekt indiziert, d.h. das Sparsc h w ein wurde jew eils als b ester T re�er und

in k orrekter Lok alisierung zur

•

uc kgeliefert. In einem der F ehlerf

•

alle b e�ndet sic h das Sparsc h w ein

nic h t un ter den b esten 3 Klassen (in den

•

ubrigen 5 F

•

allen ist die Klasse Sparsc h w ein mit k orrekter

Lok alisierung stets an zw eiter P osition).

3.5.3 Diskussion der Ergebnisse und aufgetretener Probleme

Bei den auf USPS f

•

ur 100 T estdaten exp emplarisc h durc hgef

•

uhrten Un tersuc h ungen k onn te die

b ei der Einzelob jekterk enn ung (siehe Kapitel 2) erzielte F ehlerrate auc h f

•

ur b eliebige Sk alierungen

und T ranslationen der T estdaten in einer Szene mit homogenem Hin tergrund erreic h t w erden, ohne

da� auf Segmen tierung zur

•

uc kgegri�en wurde. Aufgrund zahlreic her F ehlerquellen wie V erw ec hs-

lungsm

•

oglic hk eit v on Zi�ern durc h n ur leic h t falsc he Lok alisation, z.T. ung

•

unstiges T rainingsma-

terial, w elc hes sehr w enig V ordergrundinformation en th

•

alt und die geringe

'

Fl

•

ac higk eit ` der Daten

(w o durc h die Distanzen sehr sensib el gegen

•

ub er sc hon geringen T ransformationen des Bildmaterials

sind) gestaltet sic h die Erk enn ung der Ob jekte rec h t sc h wierig. F erner sind einige der v orgestellten

Mec hanismen n ur un ter Neb en b edingungen (homogener Hin tergrund, Einzelob jektsuc he) an w end-

bar, w as zu eingesc hr

•

ankter Leistungsf

•

ahigk eit des Systems b ei der Multi-Ob jekterk enn ung f

•

uhrt.

Bei einem (n ur exemplarisc hen) Exp erimen t erwies sic h das lok ale Handicap als reject-Kriterium

brauc h bar und das Resultat des Systems gut.
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•

UR DEN BILDZUGRIFF

Abbildung 3.17: Ob jektsuc he b ei inhomogenem Hin tergrund. Die Sk alierung ist fest,

T rainings- und T estdaten sind zw ar disjunkt, ab er b eide aus dem pr o c esse d -Korpus v on

COIL-20 en tnommen. Erste Zeile: Eine der 6 F ehlklassi�k ationen, das k orrekte Ob jekt ist

an zw eiter Stelle der klassen b esten Nac h barn. Zw eite Zeile: Korrekte Lok alisierung und Klas-

si�k ation (eine v on 30), ganz rec h ts der Bildaussc hnitt, f

•

ur den der T re�er erzielt wurde.

Dritte Zeile: Die Klasse Sparsc h w ein b e�ndet sic h nic h t un ter den 3 b esten Klassen.

Die f

•

ur COIL-20 erzielten Resultate b est

•

atigen die Eign ung des Systems zur Lok alisation und

Klassi�k ation v on Einzelob jekten v or homogenem Hin tergrund. Beim V ergleic h mit dem Ergebnis

v on Murase und Na y ar , die in [22 ] 0% F ehlerrate erzielen, m u� die eingesc hr

•

ankte V ergleic h bar-

k eit b er

•

uc ksic h tigt w erden. Die Autoren v erw enden den v ollen unpr o c esse d -Korpus v on COIL-20

(1440 Bilder, Referenzen in 5

�

-Sc hritten) zur Erk enn ung v on 320 nic h t v erf

•

ugbaren T estszenen

mit Ob jekten aller 20 Klassen, deren Dreh wink el frei gew

•

ahlt wurden. Dies ergibt eine maximal

m

•

oglic he Ab w eic h ung v on 2 : 5

�

. Die Exp erimen te in der v orliegenden Arb eit b eziehen sic h auf den

unpr o c esse d -Korpus. Zuv or wurden T rainings- und T estk orpus derart mo di�ziert, da� die Rotati-

onswink el in b eiden Datens

•

atzen disjunkt sind. Dies ergibt eine Au


•

osung der T rainingsdaten v on

10

�

, und die T estdaten sind stets w eitestm

•

oglic h v on den Referenzen en tfern t (5

�

).

In anderen Arb eiten durc hgef

•

uhrte T renn ungen des pr o c esse d -Korpus in eine T rainings- und T est-

menge zur einfac hen Ob jekterk enn ung (ohne Lok alisation, mit fester Sk alierung) sind relativ un-

in teressan t, da hier b ereits durc h den 1-Nearest-Neigh b our (f

•

ur Bildgr

•

o�en 16x16, 24x24, 32x32)

eine F ehlerrate v on Null erzielt wird.

Bei Exp erimen ten mit COIL-20-Ob jekten v or inhomogenem Hin tergrund w erden die Grenzen des

aktuellen Systems sic h tbar, w as Erk enn ungsleistung und Rec henzeitb edarf angeh t. Hier sind w ei-

tergehende

•

Ub erlegungen not w endig, wie die Kon�denz in v om System gelieferte T re�er mo delliert

w erden k ann.



Kapitel 4

Zusammenfassung und Ausblic k

In der v orliegenden Arb eit wurde ein statistisc hes Erk enn ungssystem v orgestellt, das auf

� ersc hein ungsbasierter Merkmalsanalyse,

� Ba yes 'sc her En tsc heidungsregel,

� statistisc her Merkmalsreduktion, so wie

� Ga uss 'sc hen Misc h v erteilungen zur Mo dellierung der Daten v erteilung im Merkmalsraum

basiert und zun

•

ac hst ohne problemsp ezi�sc hes Wissen arb eitet. Das System wurde anhand der

USPS-Datensammlung ev aluiert. Dab ei wurde f

•

ur die Erk enn ung handgesc hrieb ener, isolierter Zif-

fern sp ezi�sc hes Wissen

•

ub er die V ariabilit

•

at des Datenmaterials in das System in tegriert, und

zw ar durc h

� T rainingsdaten v ervielfac h ung

� VTS, einen Mec hanism us zur Kom bination v on Klassi�k atoren tsc heidungen f

•

ur v ervielfac h te

T estdaten

Die auf der Datensammlung USPS erzielten Ergebnisse hab en sic h als k onkurrenzf

•

ahig zu anderen

Ans

•

atzen erwiesen (Supp ort-V ektor-Masc hine mit virtuellen Supp ort-V ektoren: 3.2%, v orliegende

Arb eit: 3.4%, w ob ei die Ab w eic h ung statistisc h nic h t signi�k an t ist). In Rahmen der V erv ollst

•

andi-

gung der Ergebnisse sind no c h Exp erimen te mit Ga uss 'sc hen Misc h v erteilungen durc hzuf

•

uhren,

die v olle Ko v arianzmatrizen b en utzen.

Am i6 ausgef

•

uhrte Erw eiterungen des b esc hrieb enen Erk enn ungssystems um ein in v arian tes Di-

stanzma� bzw. in v arian te P arametersc h

•

atzung [7, 14 ] sc hlie�en die L

•

uc k e zu T angen tendistanz-

basierten V erfahren und erzielen F ehlerraten v on 2.7% (f

•

ur Ga uss 'sc he Misc h v erteilungen) bzw.

2.2% (f

•

ur Kernel Densities).

Im zw eiten T eil der Arb eit wurde un tersuc h t, in wiew eit sic h V erfahren zur Klassi�k ation v on

Einzelob jekten b ei V erw endung eines sliding-windo w-Konzepts und eines Multisk alenansatzes zur

81
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Konstruktion eines Bildindizierers eignen. Dieser sollte segmen tierungsfrei Szenen nac h darin v or-

handenen Ob jekten durc hsuc hen, also neb en dem Klassi�k ations- auc h ein Lok alisierungsproblem

l

•

osen. Hierb ei hat sic h herausgestellt, da� eine rein lok ale Sic h t w eise eines Bildaussc hnitts nic h t

ausreic h t, um akzeptable Ergebnisse zu erhalten. Es wurden v ersc hiedene Mec hanismen v orgestellt,

um die Kon�denz in die lok ale En tsc heidung des Klassi�k ators anhand globaler Informationen

•

ub er

die Szene zu quan ti�zieren, haupts

•

ac hlic h un ter der Neb en b edingung, da� homogener Hin tergrund

v orliegt. Dazu geh

•

ort das Distanz-Handicap, w elc hes eine Referenz als global o der lok al in einer

Umgebung des aktuell b etrac h teten Aussc hnitts fortgesetzt b etrac h tet. Ausgehend v on der Idee des

Rejectors bzw. einer Art Filterung wurden einige Regeln angew endet, um b estimm te Bildb ereic he

als

'

unin teressan t ` einstufen zu k

•

onnen. F

•

ur die Datensammlung COIL-20 wurde hierb ei ein zu der

Arb eit [22 ] v on Murase und Na y ar k onkurrenzf

•

ahiges Resultat v on 0% F ehlerrate erzielt. F

•

ur die

Erk enn ung v on Ob jekten v or b eliebigem Hin tergrund und die Erk enn ung mehrerer Ob jekte sind

w eitergehende

•

Ub erlegungen durc hzuf

•

uhren. Die Kon�denz f

•

ur T re�er k

•

onn te mit der

•

Ub ertragung

der VTS-Metho de auf den Bildindizierer b esser abgesc h

•

atzt w erden. Es sollte un tersuc h t w erden,

ob und wie sic h globale Informationen

•

ub er die Szene bzw. die Nac h barsc haft des aktuell b etrac h-

teten Aussc hnitts in V erbindung mit Merkmalsreduktion b en utzen lassen. F erner in teressan t ist

eine eingehendere Un tersuc h ung v erw endbarer Distanzma�e bzw. die F orm ulierung v on Regeln

und Ma�en, w elc he helfen, in teressan te Regionen (engl. r oi, r e gion of inter est ) in einer Szene zu

�nden, um einerseits die Qualit

•

at der Erk enn ung zu steigern und andererseits die mit dem sliding-

windo w-Ansatz v erbundenen hohen Rec henzeiten zu senk en. Ein Ansatz zur Besc hleunigung der

Suc he v on Korresp ondenzen zwisc hen Referenzen und Bildregionen einer T estszene ergibt sic h aus

dem F altungstheorem [13]: Durc h Pro duktbildung zw eier F ourier-transformierter Bilder ergibt sic h

nac h der R

•

uc ktransformation des Pro duktbildes eine Karte, auf der Punkte hoher Korrelation zwi-

sc hen Referenz und Szene ablesbar sind. Zur V erb esserung der Erk enn ungsleistung k

•

onnen w eitere

Merkmale wie T exturinformationen, Kan teninformationen o der

•

ahnlic hes herangezogen w erden,

die w eitere Quellen zur F orm ulierung v on Kon�denz in T re�er o der die Bestimm ung in teressan ter

Bildb ereic he sind.
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Anhang A

V erw endete Soft w are

Die Implemen tierung fand un ter Lin ux und V erw endung des GNU C-Compilers ( http://gcc.gnu.or g )

statt. Ein w eiteres h

•

au�g b en utztes W erkzeug w ar der GNU-Debugger ( http://sources.red ha t. com /g db ).

Die Sourcen so wie die Diplomarb eit wurden mit dem vim-Editor v erarb eitet ( http://www.vim.or g ).

Die Abbildungen en tstanden mit Hilfe v on tgif ( http://bourbon.cs .u md. ed u:8 00 1/ tgi f ) und

GIMP ( http://www.gimp.or g ).

Die Diagramme wurden mit gn uplot erstellt ( http://www.gnupl ot. or g ).

F erner wurden folgende Bibliothek en b en utzt:

� zlib ( ftp://ftp.freesoft wa re. co m/ pub /i nfo zi p/z li b/ zli b. htm l )

� gdlib ( http://www.boutel l.c om /g d )

� LAP A CK ( http://www.netlib. or g/l ap ack /i nde x. ht ml )

� Singul

•

arw ertzerlegung aus [29 ]
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Anhang B

Erstellte Soft w are

B.1 Programme

B.1.1 Hilfsprogramme f

•

ur Merkmalsv ektor�les

v ec�le concat.c

F

•

ugt mehrere Merkmalsv ektor�les aneinander. Die Files m

•

ussen die gleic he Anzahl Klassen und

Merkmale b esitzen.

v ec�le concat cmps.c

F

•

ugt V ektoren mehrerer Merkmalsv ektor�les jew eils zu einem V ektor zusammen. Die Files m

•

ussen

die gleic he Anzahl Klassen und die Klassen m

•

ussen pro V ektor in allen Files

•

ub ereinstimmen.

v ec�le transform and reduz.c

Multipliziert die V ektoren eines Merkmalsv ektor�les mit einer Matrix.

B.1.2 Merkmalsreduktion

lda.c

Berec hnet die LD A-T ransformationsmatrix zu V ektoren eines Merkmalsv ektor�les (siehe Absc hnitt

2.5.2).

whitening.c

Berec hnet w ahlw eise

� die T ransformationsmatrix zur Diagonalisierung der Ko v arianzmatrix v on V ektoren eines

Merkmalsv ektor�les, (siehe Absc hnitt 2.5.1).

� die T ransformationsmatrix zum W ei�mac hen der within-class-scatter-Matrix v on V ektoren

eines Merkmalsv ektor�les, (siehe Absc hnitt 2.5.3).
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� die klassenabh

•

angigen T ransformationsmatrizen zur Diagonalisierung der Ko v arianzmatrix

zu jeder Klasse der Merkmalsv ektoren eines Merkmalsv ektor�les.

svd.c

Berec hnet die Singul

•

arw ertzerlegung einer Basis.

train means single global

Berec hnet die V ektoren ( �

k

� � ) ; k = 1 ; : : : ; K eines Merkmalsv ektor�les.

B.1.3 EM-T raining/Klassi�k ation

train gm v.c

Implemen tierung des EM-T rainings f

•

ur Ga uss 'sc he Misc h v erteilungen.

classify gm v.c

Klassi�k ationsprogramm f

•

ur Ga uss 'sc he Misc h v erteilungen (siehe Absc hnitt 2.4.1).

classify gm v.vts.c

Klassi�k ationsprogramm f

•

ur Ga uss 'sc he Misc h v erteilungen, Implemen tierung der VTS-Metho de

(siehe Absc hnitt 2.6.2).

create pseudo classes.c

Clustering-Algorithm us auf Basis Ga uss 'sc her Misc h v erteilungen (siehe Absc hnitt 2.4.1)

B.1.4 Mo dellfreie Klassi�k atoren

classify nn.c

Implemen tierung des Nearest-Neigh b our-Klassi�k ators (siehe Absc hnitt 2.4.3)

classify kd.c

Implemen tierung des Kernel-Densities-Klassi�k ators (siehe Absc hnitt 2.4.2)

classify tangen t nn.c

Implemen tierung des T angen tendistanz-Nearest-Neigh b our-Klassi�k ators (siehe Absc hnitt 2.6.3)

classify eigen nn.c

Implemen tierung des DFFS-Nearest-Neigh b our-Klassi�k ators (siehe Absc hnitt 2.6.4)
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B.1.5 Bildindizierung

create classify map.c

Bildindizierer nac h Kapitel 3. Erstellt eine Multiscale-Map einer T estszene.

create classify map.c

Ausw ertungsprogramm f

•

ur Multiscale-Maps (siehe Kapitel 3).

B.2 Dateiformate

Merkmalsv ektor�les

Header:

<Anzahl Klassen (int)> <Anzahl Komponenten (int)>

Body:

<Klassennummer (int)> <Vektorkomponent e 1 (double)> ... <Vektorkomponent e n> (double)>

...

Tail:

-1

T ransformationsmatrizen auf Basis v on Eigen v ektoren

Header:

<Anzahl Komponenten (= Anzahl Eigenvektoren) (int)>

Body:

<Eigenwert 1 (double)> ... <Eigenwert n (double)>

<Eigenvektor 1, Komponente 1 (double)> ... <Eigenvektor 1, Komponente n (double)>

...

<Eigenvektor n, Komponente 1 (double)> ... <Eigenvektor n, Komponente n (double)>

...

Tail:

-1

Misc h v erteilungsparameter

Header:

<Anzahl Klassen (int)> <Anzahl Komponenten (int)>
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Body:

<Klassenindex k (int)> <Anzahl Dichten Klasse I

k

(int)>

<a-priori-Klasse nwa hr sc hei nl ich ke it Klasse k (double)>

< c

1 k

(double)> < nor m

1 k

(double)> ... < c

I

k

k

(double)> < nor m

I

k

k

(double)>

...

magic number:

-1

<Klassenindex k (int)>

<mean k , Dichte 1, Komponente 1> <varianz k , Dichte 1, Komponente 1>

...

<mean k , Dichte I

k

, Komponente 1> <varianz k , Dichte I

k

, Komponente 1>

...

<mean k , Dichte 1, Komponente d > <varianz k , Dichte 1, Komponente d >

...

<mean k , Dichte I

k

, Komponente d > <varianz k , Dichte I

k

, Komponente d >

...

Tail:

-1

B.3 Skripte

prepare data.csh

Automatisierter Ablauf der Subspace-Metho de zur Merkmalsreduktion.

train and classify .csh

Automatisierter Ablauf v on T raining/Klassi�k ation f

•

ur Ga uss 'sc he Misc h v erteilungen.



Index

Ga uss 'sc he Einzelv erteilung, 17

Ga uss 'sc he Misc h v erteilung, 16

Ba y es'sc he En tsc heidungsregel, 15

b et w een-class-scatter-Matrix, 25

Diskriminan tenfunktion, 42

EM-Algorithm us, 18

En tsc heidung

lok ale, 62

Exp ectation Maximization, 18

Handicap, 65

Hauptk omp onen tenanalyse, 22

Image Retriev al, 51

con ten t-based, 11

Karh unen-Lo � ev e-T ransformation, KL T, 22

Kernel Densities, 21

Kon�denz, 63

Lik eliho o d, 17

Lineare Diskriminanzanalyse

Subspace-Metho de, 26

Lineare Diskriminanzanalyse, LD A, 24

Maxim um Lik eliho o d-Sc h

•

atzung, 17

Merkmalsanalyse, 13

ersc hein ungsbasiert, 13

Multi-Ob jekterk enn ung, 64

Multisk alenansatz, 61

Nearest Neigh b our, 22

Neuronales Netz, 42

Optimal Margin Classi�er, 44

parametric eigenspace (P arametrisierter Ei-

genraum), 57

P olynomieller Klassi�k ator, 42

principal comp onen t analysis, PCA, 22

Pseudoklassen, 26

Rejector, 65

sliding windo w, 61

Streuungsmatrix

In terklassen-, 25

In traklassen-, 25

Subspace-Metho de, 26

Supp ort-V ektor-Masc hine, 44

T angen tendistanz, 30

V arianzp o oling, 21

virtual test sample Metho de, VTS, 27

Ma jorit

•

atsen tsc heidungsregel, 28

Pro duktregel, 28

Summenregel, 28

Whitening-T ransformation, 26

within-class-scatter-Matrix, 25
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